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Resumen Los métodos estad́ısticos se han revelado útiles en varias tar-
eas del Procesamiento del Lenguaje Natural. En este marco de trabajo,
proponemos un nuevo modelo de diálogo basado en actos de diálogo
(A.D.). Este modelo permite la obtención de la estrategia de diálogo,
la cual determina la respuesta del sistema de diálogo. Esta estrategia
viene dada por la mejor secuencia de A.D. compatible con los turnos
del usuario y la mejor secuencia de A.D. que el sistema puede tomar.
Además, presentamos un método de manejo del flujo del diálogo gener-
al para cualquier sistema de diálogo. Ofrecemos también resultados de
evaluación para un sistema sobre una tarea de información ferroviaria.

1. Introducción

El modelado estad́ıstico se ha usado en varios problemas para tareas de
Procesamiento del Lenguaje Natural (PLN), aunque para ciertas tareas aún es
frecuente el uso de técnicas basadas en el conocimiento. Una de las tareas más
interesantes en el PLN es la de los sistemas de diálogo: sistemas que interactúan
con un usuario a fin de satisfacer las necesidades de información del mismo. Es-
ta interacción es necesaria debido a que los requerimientos de información son
lo bastante complejos como para necesitar el uso del diálogo. Históricamente,
un ser humano ha ejercido de intermediario, sosteniendo el diálogo y usando el
sistema informático como fuente de información, pero en los últimos años se ha
buscado que sea ese mismo sistema informático el que sostenga el diálogo.

La componente fundamental dentro de un sistema de diálogo es la llamada
estrategia del diálogo [1], que tiene la misión de determinar el comportamiento del
sistema de diálogo. La estrategia de diálogo depende de diversos factores, siendo
los más importantes la interacción con el usuario, ciertos eventos externos (por
ejemplo, respuestas de bases de datos) y la evolución previa del diálogo.

Sin embargo, si la estrategia de diálogo tomara en cuenta toda la informa-
ción de la que dispone el sistema de diálogo no seŕıa implementable. Además,
tampoco es conveniente que la estrategia tenga en cuenta información espúrea o
redundante, con lo cual lo ideal es que se base en la información imprescindible
para su correcto funcionamiento. Aśı se define una unidad semántica para expre-
sar la información esencial dentro del diálogo, conocida como acto de diálogo [2]
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(A.D.), que viene a recoger la intencionalidad del usuario (el cometido de la
frase) y los datos básicos aportados en dicha frase. La definición es extensible a
interacciones del sistema.

Usando A.D. se puede definir la estrategia de diálogo del sistema usando tanto
una aproximación basada en el conocimiento como una aproximación estad́ıstica.
En las primeras se tiene el problema de necesitar un experto humano que defina la
estrategia de diálogo (las reglas que la determinan), y esto hace que la adaptación
a nuevas situaciones sea costosa (implica la redefinición de las reglas). Existen
varios sistemas que siguen este esquema [3,4].

En cambio, la aproximación estad́ıstica tiene la ventaja de ser fácilmente
adaptable a nuevas situaciones, pues en este caso la estrategia del diálogo se
puede definir de manera automática a partir de un conjunto de diálogos conve-
nientemente etiquetado, lo cual es a su vez el problema principal (la obtención de
corpora etiquetado de diálogos lo suficientemente grandes para que los modelos
implicados en la estrategia de diálogo sean adecuados). En los últimos años se
han desarrollado sistemas y modelos basados en este paradigma [5,6].

En este art́ıculo presentamos dos modelos de diálogo (uno básico y otro ex-
tendido con el uso de unidades semánticas) basados en modelos estad́ısticos
simples (Modelos Ocultos de Markov y N-Gramas). También presentamos un al-
goritmo que muestra cómo controlar el flujo del diálogo entre usuario y sistema.
Por último, el modelo se implementa para un sistema dedicado a la información
ferroviaria (horarios y precios) y se evalúa el sistema completo.

2. Modelo de Diálogo Básico

El problema de la estrategia del diálogo puede ser visto como un proceso
de búsqueda: buscar aquella acción (en nuestro caso, un A.D.) que sea la más
correcta en el punto actual. Esta decisión se basará en la última interacción
con el usuario y en el desarrollo previo del diálogo (conocido como historia del
diálogo). Suponiendo que el A.D. más correcto es, a su vez, el más probable, el
problema se reduce a encontrar el A.D. D̂ dado por:

D̂ = argmax
D

Pr(D|ω, d) = argmax
D

Pr(D, ω, d) (1)

donde ω es la última secuencia de palabras dada por el usuario (último turno) y d
es la historia del diálogo (la secuencia de A.D. que se han producido hasta ahora).
Supondremos, por simplicidad en la exposición y sin pérdida de generalidad,
que ω se divide en segmentos, es decir, subsecuencias de palabras que tienen un
significado semántico pleno a nivel del diálogo.

Aśı, podemos expresar el término final de (1) como:

Pr(D, ω, d) =
∑
D

Pr(D, D, Ω, d) (2)

donde D = D1D2 . . . Dl es la secuencia de A.D. asociada a ω (uno por segmento)
y Ω = Ω1Ω2 . . . Ωl es la secuencia de segmentos en śı (donde cada Ωi es, a su
vez, una secuencia de palabras).



Una primera aproximación que puede hacerse para simplificar este modelo es
aproximar el sumatorio por una maximización, de manera que se puede expresar:

Pr(D, ω, d) ≈ máx
D

Pr(D, D,Ω, d) (3)

Ahora hacemos la siguente descomposición:

Pr(D, D, Ω, d) = Pr(d) Pr(D, D,Ω|d) (4)

Pr(D, D,Ω|d) = Pr(D,Ω|d) Pr(D|d,D,Ω) (5)

El primer factor del término derecho de (5) se puede descomponer como:

Pr(D,Ω|d) =
l∏

i=1

Pr(Di, Ωi|Di−1
1 , Ωi−1

1 , d) (6)

Cada uno de los factores del productorio puede reescribirse como sigue:

Pr(Di, Ωi|Di−1
1 , Ωi−1

1 , d) = Pr(Di|Di−1
1 , Ωi−1

1 , d) Pr(Ωi|Di
1, Ω

i−1
1 , d) (7)

donde Dm
k = DkDk+1 . . . Dm y Ωm

k = ΩkΩk+1 . . . Ωm, con k ≤ m.
El modelo que surge usando esta descomposición es aún demasiado comple-

jo para ser tratable con modelos estad́ısticos sencillos. Por tanto, es necesario
realizar alguna aproximación más a fin de alcanzar un modelo implementable.
Existen múltiples opciones para simplificarlo, pero una que parece razonable
es limitar el total de información a un ámbito más local. De esta manera, si
tomamos la limitación de que el A.D. actual depende únicamente de los n A.D.
previos en la historia del diálogo, podemos aproximar que:

Pr(Di, Ωi|Di−1
1 , Ωi−1

1 , d) ≈ Pr(Di|Di−1
i+1−n) Pr(Ωi|Di) n ≥ 2 (8)

El primer factor de la parte derecha de (8) puede implementarse siguiendo
el modelo de N-Gramas, mientras que el segundo factor puede implementarse
mediante Modelos Ocultos de Markov.

Centrándonos ahora en el segundo factor del término derecho de (5), se realiza
una asunción semejante a la que hemos hecho para aproximar (7), con lo cual:

Pr(D|d, D,Ω) ≈ Pr(D|d′ss+2−m) m ≥ 2 (9)

donde s es el número de A.D. que comprende la historia d′ = d ·D. De nuevo el
modelo de N-Gramas puede seguirse para implementar esta aproximación.

Aśı pues, el modelo de la estrategia del diálogo que se obtiene es:

argmax
D

[
máx

D
Pr(D|d′ss+2−m)

l∏
i=1

Pr(Di|D′i−1
i+1−n) Pr(Ωi|Di)

]
(10)

donde D′ = d ·D1 · · ·Di−1, es decir, la historia de A.D. del usuario se extiende
a los A.D. previos del diálogo a fin de garantizar historia suficiente para la N-
Grama que se encarga de modelar ese factor.



Aśı pues, el A.D. D que maximice la ecuación dada en (10) será el siguiente
A.D. que debe ejecutar el sistema (es decir, debe ejecutar la acción asociada
a dicho A.D.). Evidentemente, otras asunciones y aproximaciones llevaŕıan a
modelos distintos, más realistas pero también más costosos de implementar.

Para aclarar el significado global del modelo dado en (10), vamos a describir
la tarea y significado de cada uno de sus factores:

Pr(Di|D′i−1
i+1−n): es una N-Grama de historia n−1, usada para asignar A.D.

del usuario; como hemos comentado, la historia no se limita únicamente a
los A.D. del presente turno, pues dicha historia puede ser insuficiente como
contexto para la N-Grama usada (de ah́ı la extensión a D′).
Pr(Ωi|Di): es el modelo que asigna un A.D. al segmento basándose en las
palabras del mismo; por tanto, se comporta como un modelo emisor (por
ejemplo, un Modelo Oculto de Markov)1.
Pr(D|d′ss+2−m): este modelo es una N-Grama de historia m−1, la cual decide
el A.D. más probable basándose en la historia local (los m−1 últimos A.D.).

Todos estos modelos son estimables automáticamente a partir de un corpus
de diálogos etiquetados con A.D.

3. Modelo de Diálogo Extendido

El modelo básico de diálogo se basa sólo en la secuencia de palabras, lo cual
parece poco razonable. Una aproximación que resultaŕıa más adecuada se basaŕıa
además en conocimiento semántico extráıble de la secuencia de palabras, es decir,
el significado de la frase en el ámbito del sistema de diálogo. Para obtenerlo, la
mayoŕıa de los sistemas de diálogo incorporan un módulo de comprensión previo
que da la secuencia de unidades semánticas de la entrada del usuario.

La secuencia de unidades semánticas puede incorporarse de manera sencilla
a nuestro modelo básico, de manera que la asignación de A.D. se pueda hacer
basándose en la secuencia de palabras y en la secuencia de unidades semánticas.
La reformulación del problema de búsqueda quedaŕıa aśı como:

D̂ = argmax
D

Pr(D|u, ω, d) (11)

donde u es la secuencia de unidades semánticas asociada a ω dada por el módulo
de comprensión.

Si desarrollamos (11) de la misma manera que hemos hecho con (1), final-
mente se obtiene el siguiente modelo simplificado:

argmax
D

[
máx

D
Pr(D|d′ss+2−m)

l∏
i=1

Pr(Di|D′i−1
i+1−n) Pr(Ui|Di) Pr(Ωi|Di)

]
(12)

donde Ui representa la secuencia de unidades semánticas asociada al i-ésimo seg-
mento (igual que Ωi representa la secuencia de palabras del segmento i-ésimo).
En este modelo final, el factor Pr(Ui|Di) puede ser modelado de la misma manera
que Pr(Ωi|Di), usando, por ejemplo, Modelos Ocultos de Markov.
1 Nótese que en la práctica no se tienen disponibles los segmentos.



4. Algoritmo del Flujo del Diálogo

Los modelos presentados en los apartados 2 y 3 definen la acción (A.D.) que
debe llevar a cabo el sistema en el siguiente paso del diálogo, pero no define de
por śı el control del flujo del diálogo, es decir, cuándo debe intervenir el sistema
y cuándo se le permite intervenir al usuario. En general, el flujo del diálogo viene
definido por el ciclo básico de:

1. Tomar la entrada del usuario.
2. Asignar los A.D. a la entrada (basándose en ella y en la historia del diálogo).
3. Elegir el (o los) A.D. del sistema basándose en la nueva historia del diálogo.

Dicho ciclo básico se repite hasta que el diálogo acaba. Para poder imple-
mentarlo, el algoritmo debe proveer de ciertas funciones básicas necesarias para:

Obtener la entrada del usuario (ya sea escrita u oral).
Obtener la secuencia semántica asociada a la entrada del usuario (siempre y
cuando haya un módulo de comprensión disponible).
Asignar los A.D. a la entrada del usuario (con su semántica).
Elegir el (o los) A.D. que el sistema debe ejecutar.
Transformar los A.D. del sistema en respuestas naturales.
Detectar el fin del diálogo.

Además, es necesaria la definición de ciertas estructuras de datos básicas:

La historia del diálogo d.
La entrada actual del usuario ω (una secuencia de palabras).
La secuencia de unidades semánticas actual u (asociada a ω).
La secuencia de A.D. del usuario D asociada a ω.
El A.D. del sistema D obtenible usando d, ω y D.

Por tanto, proponemos el siguiente algoritmo para implementar el control de
flujo de un sistema de diálogo genérico:

d:=AperturaSist
Generar AperturaSist
Mientras UltimoDA(d)6=CierreSist Hacer

Tomar las palabras del usuario ω
Obtener la secuencia de unidades semánticas u a partir de ω
Asignar D = D1 ·D2 · · · · ·D|D| basándose en ω, u, d y P (predicción)2

d:=d ·D
Elegir un A.D. del sistema D basándose en d 3

Generar D
d:=d ·D
Elegir predicción P basándose en d

FMientras
2 En la primera iteración, la predicción puede ser vaćıa o una predicción artificial

basada en que d={AperturaSist}
3 Pueden darse más de un A.D. (por ejemplo, en el acceso a Bases de Datos)



El algoritmo comienza con una bienvenida por parte del sistema (Apertura-
Sist), y a partir de ah́ı su bucle principal va iterando hasta que el sistema decide
que el diálogo ha llegado a su fin (CierreSist). Ese bucle principal sigue el esque-
ma básico expuesto previamente:

1. Toma la entrada del usuario (secuencia de palabras del turno del usuario).
2. Asigna los A.D. correspondientes a dicha entrada (procedimiento Asignar)

usando el modelo dado en (6) (incluyendo en dicho modelo la información
semántica tal y como se muestra en (12) si ésta está disponible.

3. Escoge uno o varios A.D. (procedimiento Elegir) usando el modelo definido
por (9) (la N-Grama usada en este procedimiento no es necesariamente la
misma que la usada en el procedimiento Asignar).

Este último modelo también puede usarse como modelo de predicción, es
decir, como un modelo que indique cuál es el A.D. más probable en la siguiente
intervención del usuario. La predicción puede usarse para una mejor predicción
de los A.D. posteriores, aśı como para una adecuada selección de modelos de
lenguaje espećıficos cuando el sistema tiene entrada oral. Aśı, este algoritmo
trata el problema de la predicción [7,8] de la misma manera que el problema
general de la estrategia del diálogo.

5. Experimentos y Resultados

En este apartado vamos a describir la aplicación del algoritmo y el modelo
descrito previamente para una tarea real (información ferroviaria), describiendo
el corpus usado para obtener los modelos, los parámetros de los experimentos y
los resultados obtenidos.

5.1. El corpus Basurde

Basurde es un corpus de diálogos dentro del dominio de sistemas de infor-
mación ferroviaria [9]. Este corpus contiene un total de 226 diálogos adquiridos
usando la técnica del Mago de Oz [10]. Dichos diálogos tratan sobre peticiones
t́ıpicas a un sistema de información ferroviario: horas de salida y llegada, coste
del viaje, tipos de trenes, servicios extra, etc.

Estos 226 diálogos fueron transcritos y anotados semánticamente. Esta ano-
tación semántica si hizo a dos niveles: a nivel de frame, que da la información
que contiene el turno, y a nivel de comprensión, que da la secuencia de etiquetas
semánticas para el turno. Sólo pudieron ser anotados semánticamente de man-
era completa 194 diálogos; 19 fueron parcialmente anotados debido a su especial
complejidad y el resto no fueron anotados (ya que en su mayoŕıa eran diálogos
sin sentido o ajenos a la tarea del sistema).

El total de los 226 diálogos fueron anotados usando un etiquetado de tres
niveles [11], el cual se inspira en el propuesto en [2]. Los tres niveles son acto de
habla, que indica la intención del segmento, frame, que indica qué conjunto de
datos está implicado en el segmento, y cases, que indica qué datos espećıficos se
usan en el segmento. En total se definieron 565 etiquetas (A.D.) distintos, siendo



391 para segmentos del usuario y 174 para segmentos del sistema. Previamente a
la inferencia de los parámetros de los modelos se aplicó una categorización sobre
los diálogos, basándose en las etiquetas semánticas, para reducir la variabilidad
debida a los datos espećıficos y obtener modelos más robustos.

5.2. Experimentos

Para la experimentación se usaron un total de 213 diálogos para la inferencia
de los modelos (los 194 completamente anotados y los turnos anotados de los
19 parcialmente anotados). En primer lugar, para inferir los modelos que asig-
nan A.D. a la secuencia de palabras, los turnos de usuario de dichos diálogos
fueron extráıdos y categorizados. De esta manera los ejemplos de entrenamiento
resultantes son secuencias de palabras con su etiqueta semántica asociada (que
puede ser vaćıa en el caso de que la palabra no tenga relevancia semántica). Un
ejemplo de muestra de entrenamiento se puede ver en la Figura 1.

Turno original del usuario: Quiero ir a Madrid en el Alaris.
Turno anotado semánticamente: Quiero:consulta ir :<hora salida> a:marca dest
INSTANCIA:ciudad dest en el INSTANCIA:tipo tren .

Figura 1. Turno de usuario y su forma semántica.

Estos turnos anotados fueron usados para la inferencia de los modelos que,
a partir de las palabras y la secuencia semántica, dan los A.D. del usuario cor-
respondientes. Para ello se usa Pr(Ωi, Ui|Di) como aproximación a Pr(Ui|Di) ·
Pr(Ωi|Di), que es lo que define el modelo. Para ello consideramos Ωi, Ui como
una única secuencia (como la de la Figura 1), y el modelado se hace a través de
Modelos Ocultos de Markov, uno por cada A.D. de usuario, con una topoloǵıa de
dos estados (debido a los turnos más cortos) y transiciones de izquierda a derecha.
Dichos modelos fueron estimados usando el algoritmo de Baum-Welch [12].

Para obtener la estimación del modelo dado en (9) se extrajeron las secuen-
cias de A.D. del total de los 226 diálogos anotados. Con dichas secuencias se
entrenó una trigrama usando el paquete Statistical Language Model [13]. El he-
cho de usar trigrama se hace para permitir tiempos de respuesta adecuados por
parte del sistema. La trigrama no está suavizada en el sentido habitual de la
palabra, pero si para la historia previa de dos A.D. no existe la trigrama, se
reduce la búsqueda a la bigrama (un solo A.D. de historia).

El módulo semántico, que asigna las secuencias semánticas, se implementó ba-
sándose en un modelo de estados finitos, y se describe ampliamente en [14]. Este
módulo también se encarga de proveer los datos que ha proporcionado el usuario
en su interacción, datos que se usan tanto en la interrogación a la Base de Datos
como en la generación de respuesta por parte del sistema.

Para mostrar las capacidades del sistema, mostramos un ejemplo de diálogo
(usando entrada escrita) obtenido con el mismo en la Figura 2. Este diálogo se
refiere al escenario: “Quieres hacer un viaje en el Alaris de Valencia a Madrid.



S: Bienvenido al sistema automático de información ferroviaria. ¿Qué desea?
U: Quiero ir a Madrid en el Alaris.
S: Voy a consultar horarios de vuelta desde Valencia a Madrid hoy. Un mo-

mento, por favor.
S: Hay un tren. Ese tren sale a las 12:45. ¿Desea algo más?
U: ¿A qué hora sale?
S: Un momento, por favor.
S: Ese tren sale a las 12:45 y llega a las 15:45. ¿Desea algo más?
U: ¿Cuánto cuesta el billete?
S: Un momento, por favor.
S: El viaje de ida en el Alaris con bar cuesta 7000 pesetas y el de ida y vuelta

12500. ¿Desea algo más?
U: No gracias.
S: Gracias por usar este servicio.

Figura 2. Diálogo obtenido usando el prototipo implementado

Necesitas conocer la hora de salida y el precio.”. El análisis de este diálogo
muestra un buen comportamiento del sistema, pues es capaz de proporcionar la
información requerida. Sin embargo, algunos puntos deben ser tenidos en cuenta:

El escenario se podŕıa completar usando menos turnos, pero dando más
información en cada uno de ellos o no repitiendo preguntas sobre datos ya
dados por el sistema.
El diálogo presenta errores de interpretación (por ejemplo, interpreta que se
piden horarios de vuelta cuando realmente se piden horarios de ida). Estos
errores se deben a la mala estimación de los modelos, debida a su vez a la
escasez de datos.
Algunos errores de interpretación se deben a la alta localidad de la historia
usada, es decir, a que una trigrama no aporta suficiente historia. La solución
seŕıa usar una N-Grama con mayor historia que la trigrama.

La evaluación se llevó a cabo usando diez escenarios distintos (descritos en
la Tabla 1) y con distintas personas, completando un total de 20 diálogos. Es-
tos diálogos se evaluaron siguiendo las métricas estándares de EAGLES [15],
computadas de la siguiente manera:

Duración del turno: número de palabras del usuario dividido por el número
de turnos de usuario.
Duración del diálogo: número de turnos de usuario.
Tasa de corrección: número de turnos de usuario malinterpretados (es
decir, el A.D. asignado no coincide con el de referencia) dividido por el
número total de turnos de usuario.
Tasa de éxito: número de elementos de información obtenidos dividido por
el número de elementos de información requerido por el escenario.

Los resultados obtenidos se muestran en la Tabla 2. Como indica dicha tabla,
la implementación actual produce diálogos de duración razonable con entradas



Cuadro 1. Descripción de los escenarios

N.o Descripción

1 Horas de salida para el Euromed de Valencia a Barcelona este fin de semana

2 Horas de salida y llegada (antes de mediod́ıa) y precios para el martes de
Barcelona a Madrid

3 Horas de salida de Valencia a Madrid hoy después de las seis de la tarde

4 Horas de salida y llegada de Valencia a Barcelona el jueves y vuelta el viernes
antes de mediod́ıa

5 Horas de salida y llegada y precios para mañana de Barcelona a Madrid antes de
comer y de Madrid a Valencia antes de cenar

6 Horas de salida y precio del Alaris de Valencia a Madrid

7 Horas de salida para el viaje de ida y vuelta de Valencia a Barcelona este sábado
en el Euromed

8 Horas de salida y precio para el viaje de ida y vuelta de Barcelona a Madrid,
saliendo el viernes por la tarde y volviendo el domingo por la tarde

9 Precios del Talgo de Valencia a Madrid

10 Horas de salida y llegada antes de cenar para Nochebuena de Madrid a Barcelona

simples por parte del usuario. El principal problema es la alta tasa de correc-
ción (70%), pero la mayor parte de estos errores quedan ocultos al usuario
(pues el sistema reacciona de manera coherente), haciendo que una tasa más
real esté cercana al 58%. Estos resultados no son comparables a los dados por
otros autores [5], debido a la diferencia entre las tareas y el alto número de A.D.
definido para nuestro sistema. La introducción de una N-Grama de mayor orden
aśı como un módulo semántico más perfeccionado tendŕıa resultados positivos
sobre esta tasa. La tasa de éxito es realmente alta considerando que algunos
escenarios son realmente complejos.

Cuadro 2. Valores de las métricas EAGLES para el prototipo implementado

Métrica Valor

Duración del turno 6.2

Duración del diálogo 5.8

Tasa de corrección 0.7

Tasa de éxito 0.5

6. Conclusiones y Trabajos Futuros

Los resultados de la Tabla 2 nos muestran que el modelo expuesto es un punto
de partida adecuado para el modelado del diálogo. Además, la implementación
realizada permite el cambio de los modelos sin necesidad de cambiar el algoritmo
de control del flujo. El uso de modelos estad́ısticos nos permite que se puedan
actualizar de manera sencilla usando técnicas de estimación estad́ıstica.



Los trabajos futuros se pueden desarrollar en diversas ĺıneas. Desde el punto
de vista teórico, el desarrollo de nuevos modelos más complejos y su imple-
mentación deben ser estudiados. Desde el punto de vista práctico, el uso de
N-Gramas de mayor orden u otras topoloǵıas de Modelos de Markov, aśı como
una mejora del módulo de comprensión, son factores a tratar. El objetivo final
seŕıa implementar el sistema para entrada oral en vez de escrita.
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