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Resumen Este trabajo muestra la validez de un enfoque metodológico
para la construcción de sistemas de información distribuidos que lleven
a cabo tareas de aprendizaje computacional inductivo. Concretamente,
introducimos la arquitectura METALA como un conjunto de recomen-
daciones que nos permiten abordar esa tarea aplicándola al ejemplo con-
creto del clustering de transacciones web: la mineŕıa de uso web.

1 Introduccion

Ante el crecimiento de Internet y de la cantidad de información que alberga
y ofrece, se imponen soluciones encaminadas a una mejor organización de la
información. Y en todas ellas es necesaria cierta automatización de ese proceso
de organización. Una de las claves para una mejor gestión de la información
albergada en los distintos sitios Web de Internet es la mineŕıa web (i.e. web

mining). Tanto en su variante de mineŕıa de contenidos como en la de mineŕıa
de uso web. En este trabajo nos ceñinermos a la segunda variante.

En cualquier caso, el principal objetivo de este trabajo es mostrar los benefi-
cios de la plataforma METALA (META-Learning Architecture) [2] como herra-
mienta para tareas de aprendizaje inductivo. METALA, como arquitectura, es
un conjunto de recomendaciones que, mediante un enfoque metodológico, per-
miten la integración, uso y explotación de algoritmos y modelos de aprendizaje
inductivo. Particularizaremos su uso aqúı a la implementación y posterior uso
de algoritmos del tipo citado arriba.

La estructura del resto del art́ıculo es como sigue. En la sección 2 introdu-
ciremos la familia de algoritmos de clustering para mineŕıa web que vamos a
integrar en METALA. La sección 3 está dedicada a introducir la plataforma
de aprendizaje inductivo. Tras esto, en la sección 4 se estudia la integración de
los algoritmos antes mencionados en METALA y qué aporta la misma a su uso
posterior. Finalmente, señalaremos las conclusiones más importantes y trabajos
planteados ya para un futuro próximo en la sección 5.

2 Algoritmos para mineŕıa de uso Web

La mineŕıa de uso web es la aplicación de la mineŕıa de datos al descubrimiento
de patrones de uso en transacciónes web con el objetivo genérico de mejorar las



aplicaciones basadas en web [14]. La mineŕıa de uso web más completa compren-
de tres fases: preprocesado, descubrimiento de patrones y análisis de patrones. El
presente trabajo trata de estudiar una familia de algoritmos para descubrimiento
de patrones en el dominio particular de la mineŕıa de uso Web, por lo tanto nos
centraremos en la segunda fase. En todo caso, el preprocesado trata de prepa-
rar los datos fuente para realizar inmediatamente la tarea de descubrimiento de
patrones [4]. La fase última de análisis trata de filtar, de entre el conjunto de
patrones descubiertos, aquellos que no son interesantes para su uso final en la
aplicación.

Los algoritmos que vamos a integrar en METALA realizan descubrimiento
de agrupaciones de uso. Su funcionamiento es bastante sencillo, basándose en el
algoritmo de las K-medias. Solo que ahora se trabaja en dominios discretos, con
distancias discretas para el cálculo de los prototipos de cada uno de los clusters.

Todo proceso de descubrimiento mediante clustering se basa en un conjunto
de ejemplares no etiquetados, sobre los que detectar las agrupaciones. En el web
mining, y en su caso más simple, los ejemplares son accesos a las páginas de un
servidor web. Sin embargo resulta conveniente transformar grupos de accesos a
una página web en sesiones. Una sesión es un conjunto de accesos, de un mismo
cliente, y no demasiado espaciados en el tiempo. De esta forma, si el tiempo
máximo definido para una sesión s es t, entre dos accesos consecutivos ti−1 y ti
no puede haber transcurrido un tiempo superior a t.

Como un buen ejemplo de algoritmos de clustering basados en sesiones tene-
mos los que Joshi introduce en [9]. Precisamente, todos ellos los hemos integrado
en la plataforma. En todos usa como base una medida de disimilaridad entre se-
siones. Está basada en dos submedidas. La primera, denotada como M1,kl para
un par de sesiones l y k, tiene en cuenta el número de accesos exactamente
iguales, para ambas, relativos a la totalidad de accesos en las dos. Una medida
de estas caracteŕısticas no tiene en cuenta la similitud sintáctica. Por ejemplo,
según esa medida, la pareja de URLs

/asignaturas/ia.html /asignaturas/compiladores.html,

según M1,kl tendŕıa la misma similitud que
/asignaturas/ia.html /ofertas/becas.html.

Por otro lado, esta medida tampoco tendŕıa en cuenta el nivel de solapa-
miento entre dos URLs. Es decir, es de esperar que una medida de similaridad
entre sesiones tenga en cuenta la profundidad de la similitud sintáctica pues es
más indicativo el comportamiento de un usuario cuanto más profundo se mueve
en el árbol de páginas de la web concreta. Para eso se creo la segunda medida,
denotada con M2,kl. Ésta es básicamente la anterior, a la que se le aplica el
factor Su(i, j) para cada par de URLs que participan en las sesiones respectivas,
definido como

Su(i, j) = min

(

1,
|pi ∩ pj |

max(1, max(|pi|, |pj |) − 1)

)

,

en donde pi y pj son los caminos a través de los directorios en las URLs corres-
pondientes. Es un valor en [0, 1] e indica la cantidad de solapamiento entre los



caminos de las dos URLs. En cualquier caso, la medida de similitud final entre
dos sesiones k y l, viene dada por la expresión

Mkl = max(M1,kl, M2,kl).

Por un lado, cuando dos sesiones son bastande dispares sintácticamente, la
medida M1,kl resulta, en general, más alta y precisa. Por el otro, cuando son
muy similares es la medida M2,kl la que resulta más alta y precisa. Para una
discusión más completa ver [13]. Al final se usa una medida de disimilitud

r(k, l) = (1 − Mkl)
2.

El algoritmo de las K-medias básico intenta minimizar la expresión

Jm(V ; X) =

n
∑

i=1

c
∑

j=1

um
ij r(xj , vi),

siendo V el conjunto de centroides, definidos en el espacio de sesiones posibles X ,
n el número de sesiones totales, c la cardinalidad de V , xj la sesión j−ésima, vi el
centroide i−ésimo, r la medida de disimilitud y uij es la función de pertenencia,
bien difusa, bien posibilista, de la sesión xj en el cluster vi.

Las dos primeras versiones del algoritmo surgen a partir del uso de dos fun-
ciones de pertenencia difusas t́ıpicas, y las siguientes dos versiones del uso de
funciones de pertenencia posibiĺıticas. La quinta versión se genera a partir del uso
de un algoritmo de clustering sensible a los valores fuera de rango (i.e. outliers).
Hemos integrado las cinco versiones en METALA.

3 METALA

METALA es un conjunto de recomendaciones software que ofrecen un enfoque
metodológico para la integración de algoritmos de aprendizaje inductivo. En
concreto, en [2] se ha probado la validez de METALA para la construcción de
sistemas de información para el estudio genérico del aprendizaje supervisado,
incluyendo las técnicas más extendidas como son la inducción de modelos neu-
ronales, árboles y reglas de decisión, inducción de modelos mediante algoritmos
genéticos y inducción de modelos de clasificación mediante bayes naive. Junto
a las técnicas básicas, se ha definido un marco conceptual para abarcar todas
las técnicas de nuevo cuño que, basándose en las técnicas básicas como meca-
nismos de inducción iniciales, los usan para (a) mejorar un modelo básico, (b)
seleccionar la teoŕıa más prometedora de entre un conjunto de teoŕıas produci-
das y (c) seleccionar una técnica básica de inducción que se perfile como la más
prometedora para un problema de aprendizaje supervisado concreto. De entre
estas técnicas podemos encontrar el boosting, bagging, el aprendizaje mediante
balizas, etc.

METALA está estructurara en cuatro niveles, de tal forma que el nivel inferior
sirve al inmediatamente superior para su construcción. Los diferentes niveles, de



inferior a superior son el orientado a objetos, el nivel middelware, el nivel multi-
agente y finalmente el de aplicación. Cada uno de ellos se explica posteriormente.
METALA es, además, un sistema con las siguientes caracteŕısticas:

– distribuido al poder distribuir los agentes en distintos hosts para aprove-
char lo más eficientemente posible los servidores que estén a nuestra dispo-
sición,

– extensible al definirse una metodoloǵıa de integración en METALA de nue-
vas técnicas o variaciones a técnicas previamente integradas en el sistema,

– flexible al ser las entidades software que interaccionan totalmente indepen-
dientes, el sistema se adapta a cualquier condición de ejecución,

– escalable al soportar adecuadamente tanto el crecimiento en tareas a reali-
zar como la disponibilidad de servidores

– autónomo para decidir como mejor gestionar la ejecución de los experimen-
tos pendientes

– multi-usuario ya que habiendo un directorio común en el que los usuario
estén dados de alta, todo usuario se puede conectar al sistema a través de
su agente de usuario (ver sección 3.3) y trabajar de forma cooperativa o
independiente del resto.

3.1 El nivel OO

El nivel OO (Orientado a Objetos) ofrece una organización metodológica de
técnicas de aprendizaje supervisado, teoŕıas sobre los datos, métodos de agrega-
ción de técnicas básicas y, por supuesto, los datos para el aprendizaje.

Para la visión metodológica en la integración tanto de técnicas como teoŕıas
sobre los datos, se han usado los conceptos de sesgo de búsqueda y sesgo de
representación. Por sesgo de búsqueda entendemos la estrategia que una técnica
particular usa para moverse por el espacio de posibles teoŕıas y encontrar aquella
que se estima la óptima. Por otro lado, el concepto de sesgo de representación se
refiere a cómo se representa el espacio de soluciones mismo. Por ejemplo, el sesgo
de búsqueda de un algoritmo de retropropagación por gradiente [11] hace que el
algoritmo se mueva siempre, en el espacio de soluciones, en la dirección de mayor
disminución del error y de solución a solución (i.e. de epoch a epoch), el salto
que se efectúa es pequeño. Por el contrario, cuando usamos algoritmos genéticos
(AG) [7], realizamos una búsqueda aleatoria en varios haces (i.e. beams) y las
nuevas soluciones generadas pueden ser muy diferentes al aplicar mutaciones en
los individuos. Respecto a los sesgos de representación asociados, si hablamos
de redes neuronales de tipo perceptrón multi-capa con nodos sigmoidales, éstas
pueden aproximar con un error arbitrariamente pequeño cualquier superficie sin
variaciones abruptas (ver [1] para una discusión al respecto). Por otro lado, los
AG no tienen un sesgo de representación asociado. Los individuos tomados como
posibles soluciones pueden responder a cualquier tipo de sesgo de representación,
ya sea una red neuronal, un conjunto de reglas de decisión, etc. Todas las técnicas
se tratan desde estas dos perspectivas.



Particularmente, a todo algoritmo de aprendizaje supervisado se le ha supues-
to una funcionalidad concreta que incluye la configuración de sus parámetros, su
ejecución respondiendo a un comportamiento estándar, y la monitorización de la
misma desde entidades externas al algoritmo. Precisamente, esta monitorización
depende del sesgo de búsqueda. No es lo mismo indicar la evolución (i.e. lo que
le resta para terminar, y algún parámetro más como el tiempo consumido) de un
algoritmo de retropropagación -indicada con el número de epochs totales, y los
realizados- que para un AG -indicada por ejemplo con el nivel de diversidad de la
población- (ver figura 2). Aśı, para implementar un nuevo algoritmo, éste ha de
implementar el interface SupervisedLearningService para aprendizaje super-
visado o bien UnsupervisedLearningService para aprendizaje no supervisado.
Cada uno de estos distingue si hay atributos de entrada y salida o solo de en-
trada respectivamente. Ambos heredan del interface genérico LearningService

que incluye la funcionalidad genérica arriba mencionada en base a métodos bien
definidos.

Por otro lado, las teoŕıa (modelos) son consideradas por separado de los al-
goritmos. Un modelo ha de posibilitar la inferencia genérica para realizar bien
regresión, bien clasificación. Ésto nos va a permitir, además, usar técnicas de
estimación de la capacidad de generalización de las teoŕıas [10] como el holdout,
la validación cruzada o la evaluación mediante bootstrapping [6], independiente-
mente de su morfoloǵıa. Además, todo modelo puede visualizarse en METALA,
siempre que se haya programado el correspondiente objeto visualizador, que en
el caso del prototipo Java-RMI será del tipo de las ventanas usadas en Java1.
Aśı, un modelo aun no integrado en la arquitectura deberá implementar el in-
terface genérico Model que obliga al programador a implementar métodos para
realizar inferencias a partir de nuevos ejemplares, a almacenar el modelo en el
directorio (ver sección 3.3), o a crear un modelo leyéndolo del mismo.

Los datos de aprendizaje en METALA se encapsulan en repositorios, a través
de los cuales resulta opaca la disposición lógica de los mismos (i.e. fichero de tex-
to plano, base de datos relacional, etc). Antes de accederlos, puede consultarse
perfectamente el esquema que está detras de los mismos que nos indica el número
de atributos y si son datos simbólicos o continuos. Además, los datos son acce-
didos mediante cursores de tipo secuencial, aleatorio con reemplazamiento, para
validación cruzada y probabiĺısticos.

Respecto a la agregación de técnicas, ésta se realiza programando el esque-
leto procedimental de la técnica agregadora usando después la funcionalidad y
comportamiento homogéneos de las técnicas básicas.

3.2 El nivel de Middleware

El concepto middleware se refiere a los mecanismos mediante los cuales se dota
a un sistema de información de una capa que posibilita, en forma más o menos
transparente, un mecanismo de computación distribuida. El enfoque que hemos
seguido en METALA para esta capa ha sido el de no definir ningún mecanismo

1 javax.swing.JFrame



sino adaptar tanto la capa superior como la inferior a diferentes tecnoloǵıas.
Concretamente, se han desarrollado dos prototipos. El primero, ya en desuso,
basado en CORBA [8], y con el que trabajamos actualmente basado en Java y
RMI [15]. Por lo tanto, todo el código desarrollado actualmente es Java.

3.3 El nivel de Agentes

METALA se construye sobre un sistema multi-agente [16]. En la arquitectura a
ese nivel se tienen 4 tipos diferentes de agentes.

Éstos son el DRA (Data Repository Agent) a través del cual pueden obte-
nerse los datos para el aprendizaje, el DSA (Directory Service Agent) encargado
de ofrecer facilidades de páginas blancas, amarillas y de coordinación entre to-
dos los agentes, el MLA (Machine Learning Agent) que se encarga de ejecutar
experimentos de aprendizaje, y el UA (User Agent) -uno por cada usuario- es el
interface al sistema.

Una implementación particular del UA, para el prototipo desarrollado en
Java puede verse en la figura 1. En la ventana de la izquierda puede verse la
estructura de directorio que todos los agentes involucrados utilizan leer y escribir.
Podemos ver que hay un MLA conectado, cuyo propietario es el usuario “Juan
A. Botia Blaya”. Cada una de las seis subentradas encabezadas con algorithm

corresponden a distintas versiones de algoritmos de mineŕıa web. Cuando el
usuario selecciona una de las entradas en el directorio, su contenido aparace en
forma de lista de pares atributo-valor en la ventana de la derecha. Podemos
ver aśı la clase Java correspondiente a su implementación, y una lista con los
parámetros de configuración que utiliza. También puede verse en la ventana
izquierda un repositorio de datos que ofrece dos tipos de acceso, local y remoto,
a un fichero de accesos web. Los accesos en local suponen migrar la fuente al
servidor MLA -impracticable, en este caso por el tamaño de los ficheros-. Los
accesos en remoto suponen acceder a cada una de las instancias en remoto -más
adecuado en este caso-. En caso de haber más de un MLA, la plataforma lleva
incorporado un módulo de balanceo de carga para decidir a qué MLA se asigna
el siguiente experimento [3].

4 Integración de algoritmos en METALA

Con respecto a la ampliación de METALA para la mineŕıa web se han tenido
en cuenta dos detalles. Primero, la arquitectura ha sido diseñada para tareas
de aprendizaje supervisado (i.e. regresión y clasificación). Ahora la situación es
distinta ya que habrá que incluir tareas como el clustering ó la obtención de
reglas de asociación. Las implicaciones que tiene esto son varias. Primero, ya
no habrá atributos del conjunto de ejemplares que vayan a la salida como el
correspondiente a la clase en clasificación, y los correspondientes al codominio
de la función a aproximar en regresión. Segundo, el modelo obtenido no tendrá
que evaluarse mediante técnicas de aprendizaje supervisado. En su lugar habrá
de plantearse medidas basadas en la geometŕıa de los clusters generados en el



Figura 1. La pantalla principal del UA, en su versión del prototipo realizado en Java

proceso o bien dotar al modelo de una visualización que permita una validación
directa por el usuario. El segundo detalle es que la mineŕıa web es un dominio
de aplicación particular en donde se encuadran los algoritmos de clustering uti-
lizados. Ésto influirá positivamente en una mayor personalización de los detalles
relativos a los algoritmos en una plataforma tan genérica. Por ejemplo, los con-
juntos de datos destinados a la mineŕıa web son unos muy concretos: los ficheros
de log de servidores web.

Para integrar un algoritmo en METALA, lo primero que debe definirse es el
número y tipo de los parámetros de configuración que va a tener cada algoritmo.
En el caso de la familia de algoritmos de Joshi, los parámetros pueden verse en
la ventana derecha del UA en la figura 1. El parámetro attsToInput es común
para todo algoritmo de aprendizaje no supervisado y supervisado, indica qué
atributos del conjunto de ejemplares participan en el aprendizaje. En este caso,
su contenido es siempre una lista con los números del 0 al 6. El parámetro
valid codes, relativo al filtrado de accesos al web, indica qué códigos válidos
de los que devuelve el servidor web en cualquier petición son válidos. Todos
aquellos accesos que contengan otros códigos no se considerarán. El parámetro
valid reqs se refiere a peticiones que se consideran como válidas, como GET y
POST del protocolo HTTP. El parámetro invalid exts indica las extensiones de
documentos que no aportan información al clustering, como las figuras (e.g. gif,
png, jpeg) Aśı mismmo, invalid docs incluye otros documentos muy comunes
que no han de tenerse en cuenta, como count.cgi y similares. El fuzzifier
es el parámetro fuzzificador de las versiones difusas de los algoritmos de Joshi.
El parámetro maxIter es el numero ĺımite de iteraciones para el algoritmo de
las K-medias. n cand: porcentaje que, en cada iteración, se toma de las sesiones



para ser candidatas a ser centroides. El parámetro n cluster indica el número
de clusters a encontrar. Finalmente, groupDepth: cuando se van a salvar las
URLs de una sesión en un modelo, existirán grupos de ellas que provengan de
un mismo árbol de directorios. Este parámetro indica en donde cortar para que
el resto de la rama, de la ráız a la hoja, se almacene de forma impĺıcita.

Éstos parámetros podrán manejarse al proporcionar el programador sendos
métodos get/set para ellos. Serán accedidos por el correspondiente MLA que
lo encapsule. Una vez probado el algoritmo, el UA permite la definición de ex-
perimentos con el mismo indicando el conjunto de datos sobre el que se quiere
actuar, el tipo de acceso a los mismos, en qué parte de nuestro espacio de usuario
quieren guardarse los resultados, etc. Por otro lado, al definir un experimento
podemos indicar que alguno de los parámetros sea multivaluado. Por ejemplo,
al darle valores al parámetro n cluster, podemos indicar que haga un barrido
por las cantidades 3, 4, . . . , 10 indicando que el primer valor sea el 3, el último
el 10, y que el salto sea 1. Aśı se generarán 9 experimentos con los que podre-
mos probar distinto número de clusters y escoger el que mejor resultado consiga.
Además, el UA también permite una monitorización pormenorizada por tipo de
algoritmo y experimento. Podemos verlo claramente en la figura 2 en la que se

Figura 2. Seguimiento de experimentos que el usuario puede realizar a través del UA.

muestra el comportamiento on-line de los experimentos generados para distin-
tos valores de clusters. Cada fila equivale a un experimento, y cada columna a
un dato de interés. La primera columna muestra la clave con la que el sistema
designa a cada experimento. La segunda indica el progreso en la primera fase
de todo algoritmo de mineŕıa web: la obtención de las sesiones. La siguiente in-
dica el número de sesiones obtenidas. En éste caso, se obtuvieron 337 sesiones
en todo experimento, lógicamente ya que este valor no depende del parámetro
n cluster. La cuarta columna indica la iteración que se está realizando en el
algoritmo de las K-medias. Las siguientes tres columnas indican el progreso, pa-
ra cada iteración de las tres fases por las que pasa el algoritmo de Joshi. La
octava columna muestra el progreso a la hora de crear los clusters, una vez se
obtienen los centroides (i.e. poner cada sesión en su cluster correspondiente). La
novena refleja el progreso de la tarea correspondiente a dar un score o ı́ndice



de aparición de cada URL en un cluster. La última columna indica el tiempo
invertido en cada experimento.

Una vez finalizados los experimentos, podemos usar el servicio de visualiza-
ción del modelo de clustering web generado para crear una interface como la
que aparece en la figura 3. En la ventana de la izquierda aparece una estructura
arbórea que muestra todos los clusters detectados, y para cada cluster una es-
tructura que refleja los directorios correspondientes a las URLs que lo forman.
A la derecha, y de arriba abajo tenemos primeramente la lista de parámetros
usados en el algoritmo que generó ese modelo de clustering. El propósito de esta
ventana, además de mostrar los clusters, es el de usarlos para dada una nueva
URL que un usuario pueda acceder, recomendar para ella un grupo de URLs que
seŕıa interesante mostrarle (i.e. las mejores de entre todas las que componen el
cluster del centroide más cercano a la misma). Aśı, en el recuadro corresponien-
te a Data podemos indicar un servidor de datos y una fuente de donde obtener
nuevas URLs que usar con este modelo. Una vez cargadas, se transforman en
sesiones. Podremos entonces, para cada sesión obtener una recomendación si la
seleccionamos en el combo etiquetado con Transaction. Sus URLs aparecen in-
mediatamente abajo, y en la parte inferior las URLs del cluster que más se acerca
a la misma. Las URLs de ese cluster podŕıan usarse para sugerir, en un sistema
dinámico, su visita al usuario. Usando un Threshold se pueden seleccionar solo
aquellas que superen un cierto score.

Figura 3. Servicio de display para el modelo de clustering.



5 Conclusiones

METALA es una arquitectura versátil en cuanto a aportar una metodoloǵıa para
la construcción de sistemas basados en aprendizaje supervisado y no supervisado.
Este hecho se ha puesto de manifiesto al usarla para la integración de una familia
de algoritmos de clustering para mineŕıa de uso web.

Como trabajo futuro inmediato nos planteamos el dotar a la plataforma de
mecanismos para evaluación de los clusters obtenidos usando medidas basadas,
por ejemplo, el la separación y compactación de los clusters. También tenemos
intención de integrar más algoritmos de mineŕıa web como el de Mobasher [12].
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