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Resumén. Recientemente a cobrado importancia el aprendizaje de redes bayesianas dinámicas 
(RBD), las cuales modelan sistemas que cambian dinámicamente o evolucionan con el tiempo. En 
este trabajo se trata al aprendizaje automático de RBD considerando capturar por medio de modelos 
sencillos las principales relaciones entre los datos a través del tiempo (clasificadores bayesianos 
dinámicos). El modelo propuesto incluye métodos de discretización de variables continuas, manejo 
de variables ocultas y de mejoramiento de la estructura para garantizar una mejor clasificación. El 
método de aprendizaje de clasificadores bayesianos dinámicos es un proceso cíclico que busca el 
mejor clasificador y se lleva a cabo a través de cuatro pasos: 1) creación de la estructura inicial, 2) 
discretización, 3) mejora estructural y 4) evaluación del clasificador bayesiano.  
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1   Introduccion 
 
En la actualidad, el aprendizaje de modelos a partir de datos, es una de las áreas de 
investigación que más han llamado la atención. Un área dedicada a esta tarea es KDD 
(descubrimiento de conocimiento en base de datos) la cual involucra (entre otras cosas) 
técnicas de minería de datos. Una de las técnicas más populares, son las redes bayesianas 
(RB), debido a que su uso representa ciertas ventajas [10].  Una RB puede representar 
dominios estáticos o puede también representar dominios dinámicos (fenómenos que 
cambian con el tiempo). Recientemente a cobrado importancia el aprendizaje de redes 
bayesianas dinámicas (RBD), las cuales modelan sistemas que evolucionan con el tiempo. 
Este aspecto es importante debido a que existen múltiples aplicaciones en que se requiere 
modelar procesos  dinámicos. Las RBD son definidas  por medio de dos partes: una 
estructura inicial (estructura gráfica y conjunto de parámetros asociados), la cual se repite 
por cada periodo de tiempo  y una red de transición (que es la probabilidad de transición 
entre cada periodo de tiempo).  

La construcción de redes bayesianas a partir de datos  involucra métodos de aprendizaje 
automático.  El aprendizaje de redes bayesianas se divide en dos partes, aprendizaje 
parámetrico (cálculo de las probabilidades asociadas a cada variable) y aprendizaje 
estructural (creación de la estructura o modelo). Aunque existen diferentes métodos de 
aprendizaje de redes bayesianas, no se considera a uno como el mejor o el óptimo. Existen 
además diversas consideraciones por resolver aún, tales como trabajar con información 
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incompleta o faltante, descubrimiento de variables ocultas y manejo de variables 
continuas, entre otros. El trabajo presentado, pretende cubrir principalmente aspectos 
referentes al aprendizaje automático de RBD considerando capturar por medio de modelos 
sencillos las principales relaciones entre los datos a través del tiempo (clasificadores 
bayesianos dinámicos). El modelo incluye métodos de discretización de variables 
continuas, inclusión de variables ocultas y de mejoramiento de la estructura para 
garantizar una mejor clasificación.  
 
2    Preliminares 
 
Una  red bayesiana  (RB) es un Grafo Acíclico Dirigido (GAD) en la que se tiene  [14]: 
 
• Un conjunto de nodos que representan variables aleatorias y un conjunto de arcos 

dirigidos entre pares de nodos. 
• Cada variable tiene un conjunto finito de valores. 
• Para cada nodo existe una función de probabilidad condicional la cual depende de los 

estados de los nodos padres del nodo considerado. 
 
La variable  al final de un arco  es dependiente de la variable que se encuentra al principio 
del mismo, y se les denomina, nodo hijo y nodo padre, respectivamente. Una red 
bayesiana puede adquirir diferentes tipos de estructuras, dependiendo del dominio que se  
quiera  modelar, tales como árboles, poli-árboles o redes múlticonectadas [12]. 
 
Las redes bayesianas dinámicas (RBD) modelan  la  evolución estocástica de un conjunto 
de  variables  (X={ X1,...,Xn } ) a través del tiempo. Al igual que las RB estáticas, la RBD 
son definidas  por una estructura gráfica y un conjunto de parámetros, en el cual también 
se especifica una distribución conjunta sobre las variables aleatorias. En general, en RBD,  
se consideran dos suposiciones. Que los procesos son markoviano;  es decir las variables 
del periodo de tiempo actual son condicionalmente independientes de las variables de  
periodos de tiempo pasados, dadas las variables del tiempo inmediato anterior. Los 
procesos son estacionario; es decir,  que las probabilidades de transición (entre un 
periodo de tiempo y otro) son  independientes del tiempo. 
 
Las RBD se constituyen de dos partes [7]: una estructura inicial Bo, que especifica la 
distribución sobre el estado inicial X[0] y una red de transición B→ sobre las variables 
X[0] ∪ X[1] que es tomada para especificar la probabilidad de transición P(X[t+1]X[t]) 
para todo t. Un ejemplo de una RBD se observa en la fig. 1 [16]. En la fig. 1(a) se muestra  
una posible  estructura inicial Bo con tres variables (A,B,C). Esta representa las 
probabilidades a priori para todas las variables de la red en un periodo de tiempo t=0. En 
la figura 1(b) se muestra la  posible red de red de transición B→, está estructura representa 
para todos los periodos de tiempo t=1,t=2...t=n  las probabilidades condicionales de cada 
variable dadas las otras variables. 
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Fig. 1. RBD con tres variables (A,B,C), (a) estructura inicial Bo,  (b) red de transición B→.

 
 
 
Otro tipo de estructura bayesiana  la constituye el  clasificadores bayesiano. Un 
clasificador, en general,   suministra una función que mapea (clasifica) un dato (instancia) 
en una o diferentes clases predefinidas [5]. Los clasificadores bayesianos son 
ampliamente utilizados debido a que presentan ciertas  ventajas: generalmente son fáciles 
de construir y de entender, las inducciones de estos clasificadores son extremadamente 
rápidas, requiriendo solo un paso  para hacerlo y son muy robustos considerando atributos 
irrelevantes. Existen diferentes tipos de clasificadores Bayesianos. Ejemplo de diferentes 
estructuras de clasificadores se muestran en la fig. 2 [2].  

 

3   Aprendizaje de redes bayesianas 
 
Los métodos de aprendizaje estructural, se pueden dividir en dos tipos: métodos basados 
en ajustes (búsqueda y evaluación) y métodos basados en análisis de dependencias. El 
primer tipo busca una estructura que optimize una medida de ajuste de la red (p.e. medida 
Bayesiana [3] y  MDL  [11]). El segundo tipo busca relaciones de independencia 
condicional  (CI)  entre los atributos (p.e. el método propuesto por Spirtes [15]).  
 
3.1 Aprendizaje de clasificadores 
 
Para la construcción del clasificador bayesiano se han implementado diferentes algoritmos 
de aprendizaje, a continuación se presentan algunos trabajos sobresalientes en esta área. 
 
Sucar y Gillies [17] implementan un método de aprendizaje estructural en multi-árboles. 
Se descompone la estructura inicial en diferentes poli-árboles, donde cada uno representa 
el conocimiento de un objeto. La estructura de cada sub-árbol implica que se tiene un 
nodo padre (objeto a reconocer) y  nodos hijos (atributos  que lo caracterizan). La 
estructura de cada sub-árbol implica que todos los atributos hijos  son condicionalmente 
independientes dado el padre. El método comienza con esta suposición, posteriormente 
mediante pruebas de independencias  entre pares de atributos (una alta correlación indica
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Fig 2. Diferentes estructuras de clasificadores bayesianos,  (a)  clasificador Bayesiano simple, (b) 
clasificador TAN, (c) clasificador BAN  y (d) clasificador GNB. 
 
 
 
correlación entre un par de variables, la estructura se puede modificar considerando tres 
alternativas: eliminación de nodos, combinación de nodos y creación de nodos.  Este 
algoritmo se puede hacer más complejo dependiendo del tamaño de la estructura  (sólo se 
aplica poli-árboles) y porque hace uso de agentes externos para determinar nodos ocultos. 
 
Un trabajo posterior, desarrollado por Gillies-Kwoh [8] realiza la creación  de nodos 
ocultos entre variables que en un principio  se consideran independientes por tener un 
mismo padre. Se crean nodos ocultos (en casos donde se encuentra alguna  dependencia  
entre variables) que modelen los efectos de esas dependencias.  Para la obtención de la 
matriz de probabilidades de esos nodos se utiliza un método de gradiente descendiente. 
Posteriormente se utilizan los métodos de propagación "forward" y "backward" para 
recalcular las probabilidades del nodo.  Cuando existen padres que tienen más de dos hijos 
se utiliza el método de creación simple “nodo-a-nodo”.   Se crean las variables ocultas en 
forma secuencial comenzando con el dato más dependiente. Aunque este método 
incorpora nodos ocultos no cuenta un procedimiento para determinar el número de estados 
requeridos para esos nodos. 
 
Por otro lado, APRI es un Sistema para Reconocimiento e Identificación Avanzado de 
Patrones (Advanced Pattern Reconognition and Identification System) [4]. APRI usa 
como concepto base el de entropía de información mutua Este método  realiza un número 
constante de lecturas a disco (no más de 5 veces) y no un número lineal de veces. Otro 
punto a favor es que realiza la clasificación de variables, sólo considera las más 
importantes y construye un clasificador como modelo de salida donde sólo se considera 
una variable a predecir. 
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Fig 3.  (a) Estructura inicial de un clasificador bayesiano simple. (b) Estructura modificada, después 
de la eliminación del atributo X2   y la unión de dos atributos: X1 & X3. 

 
 
Por su parte Pazzani [13], presenta un modelo  (método basado en ajustes) que busca la 
optimización global, donde sugiere que los atributos utilizados en una BD común no son 
condicionalmente independientes de la clase y que la violación de las asunciones de 
independencias que afectan la exactitud del clasificador pueden ser detectadas a partir de 
datos. Por ejemplo en la figura 3,  donde se puede suponer que la variable x2 no es 
relevante para C, y además las variables x1 y x3 son condicionalmente dependientes dado 
C. Para  determinar que variables no son relevantes y que variables pueden agruparse 
Pazzani propone dos algoritmos (basados en la filosofía Estadística de modelización hacia 
delante y modelización hacia atrás): Algoritmo FSSJ (Forward Sequential Selection and 
Joining) y el algoritmo BSEJ (Backward Sequential Elimination and Joining). El 
algoritmo no considera dependencias entre tripletas de variables o más de ellas, lo que 
limita la expresividad del modelo generado. El algoritmo tampoco considera variables 
continuas, por lo que limita su aplicación a ciertos dominios. 

3.2   Aprendizaje de redes bayesianas dinámicas 
 
El aprendizaje de redes bayesianas dinámicas es más complejo. Se debe crear  tanto la red 
inicial Bo (que especifica una distribución sobre el estado inicial del proceso) como el 
modelo de transición B→  definido sobre B(t,t+1), que especifica las probabilidades de 
transición entre los estados del proceso temporal. 
 
Campos y Puerta [1] proponen utilizar cualquier algoritmo de aprendizaje de RB para 
crear la estructura Bo, y aprender el modelo de transición utilizando el algoritmo ART. 
Este algoritmo realiza pruebas de independencia condicional entre los nodos de la 
estructura actualV(t) y los nodos de la estructura en un tiempo susecuenteV(t+1), es decir 
entre cada  pareja de variables, una por cada periodo de tiempo. Las pruebas se realizan en 
orden cronológico. En este método el número de pruebas de independencia condicional 
para cada pareja de variables, siendo una por cada periodo de tiempo, es de n2, donde n es 
el número de variables  para la estructura original G(t), por lo cual si se tienen estructuras 
muy complejas, con muchas variables,  el número de pruebas  se incrementa. 
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Por su parte Friedman [6] realiza un trabajo sobre redes dinámicas con datos faltantes 
utilizando  el algoritmo estructural EM (SEM). El método  cuenta además con una forma 
de evaluación para las estructuras candidatas. Este algoritmo combina modificaciones 
estructurales y parámetricas con EM. El algoritmo SEM tiene el mismo paso-E que el 
algoritmo EM y realiza unas modificaciones al paso M. El algoritmo propuesto presenta la 
ventaja decubrir  diversos aspectos como son técnicas de búsqueda para aprendizaje en 
presencia de variables ocultas, manejo de información incompleta e  inferencia  para redes 
complejas. Sin embargo, el algoritmo no es capaz de realizar correctamente el 
descubrimiento cuando se involucra un rango de tiempo muy amplio. El algoritmo 
tampoco consideran cuestiones sobre el número de iteraciones y acceso a la base de datos, 
tampoco define con que porcentaje de valores faltantes el método obtiene resultados 
aceptables, así mismo no  se define un criterio de paro para el algoritmo.  
 
4   Aprendizaje de clasificadores  bayesianos dinámicos 
 
Como ya mencionamos anteriormente, aunque existen diferentes métodos de aprendizaje 
de redes bayesianas, no se considera a uno como el mejor,   además de otras 
consideraciones que pueden afectar al proceso de aprendizaje (p.e. datos faltantes, 
variables continuas, grandes bases de datos). El trabajo que se propone es referente al 
aprendizaje de redes bayesianas dinámicas donde se incluya un método de aprendizaje 
estructural y parámetrico.  El enfoque principal para esta investigación es aplicar el 
método  a un clasificador bayesiano dinámico (inicialmente simple) donde el nodo clase 
es oculto.  Los principales puntos a considerar  son: (i) que se permita capturar mediante  
modelos sencillos las principales relaciones entre los datos a través del tiempo, (ii) que 
sea capaz de determinar el número de estados convenientes para los nodos clase ocultos, 
(iii) que tratándose de variables continuas, con base a la discretización de estas, (iv) que 
permita maximizar  el rendimiento del clasificador dinámico, (v) que permita mejorar la 
estructura conservando la simplicidad de  la misma y (vi) que realice el aprendizaje 
parámetrico de la estructura completa. 
 
 
4 .1 Metodología 
 
El aprendizaje de RBD incluye dos partes. La primera involucra la construcción de la red 
y determinación de los parámetros asociados a los nodos para crear la estructura inicial. 
La segunda parte incluye la construcción de una red de transición entre cada  periodo de 
tiempo. En este trabajo se planea contribuir con un método que cubra la primera parte; el 
método de aprendizaje estructural y parámetrico para  construir la red inicial y para  la 
segunda parte, creación de la red de transición, se planea utilizar un algoritmo existente. 
 
Para la creación de la red inicial  y obtención de la mejor estructura se pretende incluir y 
ampliar el método de Pazzanni [13]. Este método ha obtenido buenos resultados en la 
clasificación al aplicar las operaciones de eliminación y unión de variables (entre otras 
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cosas porque simplifica el problema). Sin embargo, este sólo es aplicado a clasificadores 
estáticos y tampoco considera nodos clase ocultos. La idea es implementarlo para 
clasificación dinámica, es decir un clasificador para cada intervalo de tiempo, incluyendo 
también la operación de inserción de nodos [8]. 
 
El efecto de la  discretización de variables continuas sobre el proceso de aprendizaje aún 
no ha sido determinado, pero si se sabe que afecta de alguna manera. Se pretende utilizar 
un método que discretice con base al mejoramiento de la clasificación. La idea es evaluar 
el efecto que tiene la discretización en la búsqueda de la mejor estructura. El método se  
podría aplicar en dos fases: primero, para la creación de la estructura inicial (cuando 
existan variables continuas) a partir de la cual se podrían aplicar las operaciones para el 
mejoramiento de la estructura (mencionadas arriba). Segundo, una vez que se tiene la 
estructura mejorada, se aplicaría sobre  las variables continuas que se han incluido. 
 
Para el aprendizaje parámetrico con información incompleta y variables ocultas el método 
más comúnmente utilizado el es algoritmo EM y sus derivaciones. Existen diversas 
investigaciones que tratan este tema, sin embargo la determinación del número de estados 
de las variable ocultas está en función de las variables relacionadas con las mismas. La 
variación de este método sería determinar el nodo clase y el mejor  número de estados 
para este.  
 
Para la construcción de la red de transición el algoritmo que se pretende utilizar es el ART 
[1].  
 
4.2   Modelo 
 
El modelo de aprendizaje incluye cuatro etapas principales, que se presenta a 
continuación: 
 

1. Creación de la estructura inicial 
a. Determinación de parámetros iniciales 
b. Creación de estructura inicial 
c. Estimación de parámetros 

2. Mejora estructural con base a la discretización (roceso cíclico) 
a. Cambiar discretización 
b. Re-estimar parámetros 
c. Evaluar discretización 

3. Mejora estructural con base a operaciones (proceso cíclico) 
a. Eliminación, Unión, Inserción y Evaluación 

4. Evaluación del clasificador dinámico completo 
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A continuación se describe cada una de las etapas del algoritmo anterior. 
 
Etapa 1. Creación de estructura inicial-estática. Esta etapa se realiza una  vez y 
consiste básicamente de tres pasos, requeridos para la creación de la estructura estática del 
clasificador bayesiano simple que será la base para el método de aprendizaje.  

• Determinación de  parámetros iniciales 
• Para el nodo oculto: determinación del número de posibles estados asociados 
• Para las variables continuas incluidas en el modelo: discretización inicial y 

definición de una semilla inicial para comenzar el proceso de discretización.  

• Creación de la estructura inicial 
• La estructura base es un clasificador bayesiano simple (naïve bayes). 

•  Estimación de parámetros  
• Los parámetros asociados al nodo clase oculto deberán ser estimados, lo cual se 

realizará mediante el algoritmo EM [6] para datos faltantes.  
Una vez calculados los parámetros asociados a cada nodo se considera que la estructura 
inicial  está completa. 

Etapa 2: Discretización 
 
En esta etapa se aplica un método de discretización para variables continuas con base al 
mejoramiento estructural. Este proceso cíclico cambia la discretización (tamaño de los 
intervalos) mediante un método basado en información y tratar el clasificador como si 
fuera una estructura de árbol, con la finalidad de mejorar la estructura.  El propósito de 
considerar al clasificador como una estructura de árbol es el de conservar la simplicidad 
del modelo. Como el número de intervalos para las variables continuas cambian, la 
longitud de las matrices  asociadas a esos nodos cambian también por lo que se requiere 
de re-estimar nuevos parámetros. La re-estimación de estos parámetros  se realizan por el 
mismo método EM. Posteriormente se evalúa  la discretización evaluando la estructura 
considerada como árbol mediante una medida para una estructura bayesiana como el 
MDL [11]. Al final  de esta etapa se obtiene la mejor discretización para la estructura 
actual. La discretización cambia cuando la estructura es modificada. 
 
Etapa 3: Mejora estructural 
 

En un clasificador bayesiano simple se considera que las variables dependientes del nodo 
clase son independientes entre sí, sin embargo esto no siempre es así.  Para mejorar la 
estructura inicial se propone capturar esas dependencias entre variables mediante las 
operaciones de eliminación, unión e inserción de variables y evaluar la estructura cada vez 
que se realice una de estas operaciones con la finalidad de obtener la mejor estructura. Las 
dos primeras operaciones se llevarían a cabo mediante una variación al modelo de 
Pazzanni [13]. La variación del modelo sería que se trataría clasificadores dinámicos con 
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nodos clase ocultos y además se vería las dependencias no tan sólo entre pares de 
variables, sino también entre tripletas o más  de ellas. Para la operación de inserción de 
variables o creación de nodos ocultos se propone considerar el trabajo de [8], quienes 
proponen la creación de  nodos ocultos cuando existen algunas dependencias entre 
variables, las cuales no fueron consideradas en el modelo inicial (en un clasificador solo 
se considera un padre para las variables que no son el nodo clase). La variación del 
método sería que se consideraría determinar los  estados necesarios para los nodos 
ocultos.  La realización de estas operaciones es un proceso cíclico el cual prueba que 
operación sería mejor realizar para obtener una mejora estructural cuidando de conservar 
una estructura simple (árbol). La mejora estructural se mide mediante  la evaluación de la 
estructura considerada como árbol  por medio de  la medida MDL.   
 
Etapa 4: Evaluación del clasificador bayesiano  
 
Una vez que se ha determinado la mejor estructura se prueba el clasificador  dinámico 
propagando a través del tiempo por lo que se requiere de la red de transición. En este 
trabajo no se considera alguna contribución al proceso de construcción de la red de 
transición, por lo que se  construirá mediante un método existente [1]. Finalmente se 
evalúan los resultados del clasificador dinámico. Por ejemplo, en el reconocimiento de 
ademanes (aplicación que sirvió de motivación principal para este trabajo  [9]), se evalua 
la capacidad de reconocer correctamente los diferentes ademanes. Si el resultado no es 
satisfactorio, se repite todo el proceso cambiando los parámetros iniciales. 
 
4 Conclusiones y trabajo futuro 
 
Se ha presentado una nueva metodología para aprendizaje de clasificadores bayesianos 
dinámicos, cubriendo los aspectos estructural y parámetrico, considerando nodos clase 
ocultos  y  variables continuas, incluyendo un método para la determinación de los 
mejores estados para esos nodos ocultos y un método de discretización en busca de una 
mejor clasificación. La consideración de utilizar como base un clasificador bayesiano 
simple,  nos permite modelar  procesos dinámicos con  base a una estructura simple  y 
eficiente, reduciendo la complejidad del modelo y el tiempo de aprendizaje. Se planea 
implementar el modelo y aplicar la metodología en el dominio de reconocimiento de 
ademanes y en regulación genómica. 
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