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Resumen El problema de la clasificación no supervisada consiste en es-
tablecer la partición óptima de un conjunto de objetos descritos a partir
de una serie de atributos en un número fijo de clases. La clasificación
óptima es aquella que hace mı́nima la suma de las distancias entre los
elementos asignados a cada clase y el centroide de la clase. En este tra-
bajo comparamos emṕıricamente diversas estrategias de implementación
de la metaheuŕıstica de arranque múltiple para este problema. El pro-
cedimiento de solución consiste en la aplicación de una búsqueda local a
un conjunto de particiones de arranque. Las búsquedas locales consisten
en realizar iterativamente una modificación de mejora de la clasificación.
Se estudia la eficacia diversas alternativas, tanto para la búsqueda lo-
cal como para la selección de las soluciones de arranque. Las pruebas
comparativas se realizan con datos obtenidos del repositorio de la UCI
y se contrasta con los resultados aparecidos en la literatura con dos es-
trategias evolutivas: algoritmos genéticos y algoritmos de estimación de
distribuciones.
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1. Introdución

La clasificación o clustering ([9]) es una técnica relevante del análisis ex-
ploratorio de datos. El interés de estas técnicas se justifica en la necesidad de
disponer de procedimientos inteligentes que transformen en conocimiento la in-
formación contenida en enormes bases de datos. La mineŕıa de datos constituye
uno de los campos de creciente importancia en el que la clasificación juega un
papel central en la extracción de reglas de simplificación y en el descubrimiento
de estructuras. Estas técnicas tienen también relevancia en otros campos de la
ingenieŕıa, en medicina y en las ciencias sociales.

La tarea de la clasificación se puede contemplar desde la perspectiva del
aprendizaje supervisado o con un enfoque de aprendizaje no supervisado o de
descubrimiento. En el contexto del aprendizaje supervisado se parte de la exis-
tencia de un conjunto conocido de clases y se pretende obtener un clasificador
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que establezca una regla para asignar un objeto cualquiera a una de las clases a
partir de los atributos que lo caracterizan. Se dispone de un conjunto de objetos
de los que se conoce la clase a la que pertenecen y los atributos que los carac-
terizan. A este conjunto de objetos ya clasificados se conoce como conjunto de
entrenamiento y de él se pretende obtener una regla de clasificación o clasificador.
El clasificador se pretende aplicar a objetos del mismo tipo para conocer la clase
en la que se encuadran. La calidad del clasificador se mide por su eficiencia (la
cantidad de recurso que consume) y la eficacia (la garant́ıa de que la asignación
de la clase del objeto sea la correcta). Un nuevo conjunto de objetos (conocido
como conjunto de validación) del que se conozca la clase a la que pertenecen se
puede utilizar para medir el rendimiento del clasificador.

Sin embargo, en el contexto del aprendizaje no supervisado, no se conocen a
priori las clases de los objetos disponibles. La tarea se concreta en la obtención
de la clasificación óptima de un conjunto dado de objetos a partir de los atributos
que los describen. La calidad de la clasificación se mide por el grado de similitud
que existe entre los objetos que quedan encuadrados en una misma clase y la
diferencia entre los objetos asignados a clases distintas.

Los algoritmos de clasificación se engloban en dos tipos fundamentales (al-
goritmos de clasificación jerárquica y algoritmos de partición) en función de la
estructura de clasificación que proporcionan. En la clasificación jerárquica se
crea una secuencia de particiones anidadas donde los conjuntos que forman una
partición están incluidos en los de la siguiente partición de la secuencia. Los
algoritmos para obtener la clasificación jerárquica pueden ser de agregación o
de separación. En los primeros se parte de un alto número de pequeñas clases
que son gradualmente unidas en un número menor de clases mayores. En los
algoritmos de separación se parte de un pequeño número de clases numerosas
que se van dividiendo en un mayor número de clases más reducidas.

Los algoritmos de partición tratan de descubrir los agrupamientos presentes
en los datos. Los objetos que se encuentran similares se agrupan en una misma
clase y los que resultan muy distintos se colocan en clases diferentes. Si los atrib-
utos se describen por atributos simbólicos se denomina clasificación conceptual.
La clasificación se realiza en dos fases, en la primera se establecen las clases y
en la segunda se determina un clasificador.

En este trabajo analizamos la aplicación de la técnica heuŕıstica de arranque
múltiple (MultiStart) para abordar el problema de la la clasificación no su-
pervisada. En la siguiente sección formulamos el correpondiente problema de
optimización. En la sección 3 describimos la metodoloǵıa de la metaheuŕıstica
de arranque múltiple para abordar el problema basada en los procedimientos
constructivos y de búsqueda local. El siguiente aparatdo describimos la experi-
encia computacional llevada a cabo y finalizamos el trabajo con las conclusiones
fundamentales.
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2. Formulación del problema

El problema de la clasificación no supervisada se plantea formalmente en los
siguientes términos. Se dispone de un conjunto A de n objetos ai, i = 1, 2, ..., n,
descritos por medio de d atributos Xj , j = 1, 2, ..., d, siendo aij el valor del
atributo Xj para el objeto ai. Se persigue determinar una partición de los objetos
en p clases C1, C2, ..., Cp de forma que los objetos dentro de cada clase sean más
similares con los de su misma clase que con los de clases diferentes. Para ello,
se determinan los valores cij , j = 1, 2, ..., d de los atributos que identifican un
objeto ci, hipotético o real, de cada clase Ci. A ci le denominamos centroide de
la clase Ci.

El objetivo es determinar los centroides {c1, c2, ..., cp} de las p clases y asignar
cada uno de los objetos ai del conjunto A a una clase Ck(i) de forma que la suma
de las distancias de cada uno de los objetos al centriode de su clase sea mı́nima.
Por tanto, cada partición o clasificación viene determinada por el conjunto C de
los p centroides y las asignaciones Ck(i) de cada uno de los objetos ai a una las
clases por medio de un vector o secuencia k(i), i = 1, 2, ..., n.

El objetivo del problema de optimización es minimizar

mı́n
n∑

i=1

D(ai, ck(i)) (1)

donde la distancia D viene dada por D(ai, ck) =
√∑d

j=1(aij − ckj)2.
Para resolver el problema de optimización necesitamos un algoritmo eficiente

que permita encontrar, en el espacio de las clasificaciones posibles, la que min-
imice la función objetivo. El número de diferentes particiones de n objetos en
p clases se conoce como número de Stirling de segunda clase y es del orden de
pn; por ejemplo, para n = 25 y p = 4 es algo más de 1015. Por tanto, no es
apropiado utilizar un procedimiento de búsqueda que enumere todas las alter-
nativas posibles, sino que, mediante alguna heuŕıstica, se debe seleccionar una
buena clasificación estableciendo la partición y el correspondiente conjunto de
centroides.

Una vez establecidos los centroides, la partición se obtiene asignando cada
objeto al centroide más cercano. Por tanto

D(ai, ck(i)) = mı́n
k=1,...,p

D(ai, ck); i = 1, 2, ..., n. (2)

Por otro lado, una vez determinadas cada una de las clases, el centroide se elige
generalmente tomando, para cada atributo la media de los vlores de ese atributo
en los objetos clasificados en la clase. Es decir, para ; j = 1, 2, ..., d, se toma

ckj =
1
nk

∑

k(i)=k

aij , (3)

siendo nk el número de objetos en la clase Ck. Sin embargo se puede adoptar
como centroide de la clase Ck cualquier conjunto de valores ckj , j = 1, 2, ..., d,
como por ejemplo los de uno de los objetos clasificados en ella.
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3. Métodos de solución

Se han propuesto diversos algoritmos exactos para abordar este tipo de tar-
eas (ver [4]). Entre los métodos heuŕısticos propuestos podemos encontrar, méto-
dos constructivos, métodos de búsqueda local, procedimientos evolutivos y otros
métodos de búsqueda que evitan quedarse atrapados en mı́nimos locales.

Los métodos costructivos van seleccionando iterativamente los p centroides
uno a uno siguiendo algún tipo de criterio y han sido aplicados con éxito a prob-
lemas similares (ver [11], [5]). Los métodos de búsqueda local parten de una
clasificación arbitraria y van realizando pequeas modificaciones de mejora en
cada iteración mientras sea posible. Entre los métodos de búsqueda local más
conocidos y comunmente utilizados están los denominados K-medias ([6],[13])
H-medias ([10], [2]) y J-medias ([8], [16]). Se han probado diversos metodos
evolutivos, como los algoritmos genéticos y los algoritmos de estimación de dis-
tribuciones ([15]). Se han propuesto también diversos métodos metaheuŕısticos
capaces de escaparse de los mı́nimos locales, como las búsquedas Tabú, Sim-
ulated Annealing y las búsquedas de entorno variable incluyendo incluso un
planteamiento más genérico (ver [?]).

En este trabajo consideramos la aplicacin de la metaheurstica de arranque
mltiple. La metaheurstica de arranque mltiple para problemas de optimizacin
consiste bsicamente en seleccionar soluciones de partida para realizar diversas
bsquedas locales ([7]). El diseo de esta metaheurstica se basa en los mtodos
constructuvos para generar soluciones de arranque, las bsquedas locales o sus
combinaciones y los criterios de parada aplicados.

3.1. Métodos constructivos

Los procedimientos constructivos se utilizan en la metaheuŕıstica de arranque
múltiple para proporcionar soluciones de partida para las búsquedas locales. Un
método constructivo totalmente aleatorio consiste en seleccionar al azar p objetos
como centroides de las p clases. Sin embargo, se obtiene una mejor selección,
partiendo de un primer centroide arbitrario, y elegiendo p − 1 veces el objeto
más alejado a los centroides ya seleccionados ([5]). Partiendo del objeto más
cercano a la media de todo el conjunto de objetos, se obtiene un procedimiento
determińıstico que proporciona una buena solución de partida. Sin embargo, una
alternativa intermedia consiste en elegir el primer centroide al azar entre los n
objetos, lo que proporciona un procedimiento semialeatorio.

Por tanto, consideramos los siguientes métodos constructivos para obtener
una primera clasificación.

1. Tomar p objetos al azar como centroides.
2. Tomar un objeto al azar como primer centroide. Repetir p − 1 veces la se-

lección, como nuevo centroide, del objeto más alejado a los centroides ya
seleccionados.

3. Tomar el objeto más alejado a la media global como primer centroide. Repetir
p− 1 veces la selección, como nuevo centroide, del objeto más alejado a los
centroides ya seleccionados o a la media global.
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3.2. Búsquedas locales

Los métodos de búsqueda se basan en una solución que recorre el espacio
de búsqueda. Los procedimientos de búsqueda local consisten en la aplicación
de un método iterativo para ir mejorando la solución que realiza el recorrido y
que se denomina solución actual. La mejor de las soluciones actuales utlizadas
en el recorrido es la solución proporcionada por el método. En una búsqueda
por entornos los recorridos se realizan pasando de la solucin actual a una solucin
muy cercana por algn procedimiento. El conjunto de soluciones consideradas
próximas se llama entorno y las soluciones que lo componen se dice que son
vecinas de la actual.

El procedimiento de las K-medias ([6],[13]) se basa en los entornos que se
obtienen al sustituir el centroide de una clase por la media de los objetos que la
componen, y al asignar los objetos a la clase que tiene el centroide más cercano
al objeto. Este procedimiento se describe en la figura 1. Este procedimiento es

Procedimiento K-medias
Tomar p centroides iniciales.
Repetir, para cada objeto,

Asignar el objeto a la clase del centride más cercano
Calcular el nuevo centroide de la clase

hasta que no se mejore la función objetivo

Figura 1. Procedimiento K-medias

áltamente dependiente, además de la solución de partida, del orden en que se
consideran los objetos para reasignarlos a una nueva clase si fuera preciso y
recalcular el centroide de la clase. El procedimiento de las H-medias ([10], [2]) es
similar al de las K-medias pero con las siguientes diferencias . No se recalculan
los centroides de las clases modificadas por las asignaciones hasta que se hayan
reasignado todos los objetos, ni se reasignan los objetos hasta que se hayan
recalculado los centroides de todas las clases. El procedimiento se describe en la
figura 2.

Procedimiento H-medias
Tomar p centroides iniciales.
Repetir

Asignar cada objeto a la clase del centroide más cercano.
Calcular los nuevos centroides de cada clase.

hasta que no se mejore la función objetivo

Figura 2. Procedimiento H-medias
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El procedimiento J-medias ([8]) está basado en la sustitución de un centroide
por un objeto de su clase. La descripcin este método es la figura 3.

J-medias
Tomar p centroides iniciales.
Repetir

Asignar cada objeto a la clase del centroide más cercano.
Tomar como centroide de una clase un objeto que mejore la función objetivo.

hasta que no se mejore la función objetivo

Figura 3. Procedimiento J-medias

3.3. Combinación de búsquedas locales

Dado que las distintas búsquedas locales presentadas tratan de mejorar la
clasificación aplicando diferentes estrategias, es posible aplicarlas sucesivamente.
Para ello se toma la clasificación proporcionada por una de ellas como clasific-
ción de partida para la otra. Denominamos K + H-medias al procedimiento
consistente en aplicar el procedimiento K-medias y a contnuación el proced-
imiento H-medias. De forma análoga se consideran otras combinaciones de los
procedimientos que denotamos H +K-medias, K +J-medias, H +J-media, etc.

De la misma forma se pueden aplicar alternativamente las búsquedas locales
por entornos mientras se produzcan mejoras en la clasificación. Empleamos los
parntesis para indicar la búsqueda local (o sus combinaciones) que aplicamos
iterativamente. Por tanto denominamos K + (H + J)-medias a la aplicación
del procedimiento de la K-media y continuación, de forma alternativa, los pro-
cedimientos de la H-media y de la J-media. Anlogamente denominamos los
procedimientos correspondientes a otras posibilidades como K + (H)-medias,
(K + H)-medias, (K + H + J)-medias, etc.

3.4. Procedimientos Multiarranque

Con objeto de aumentar la potencia exploradora de las búsquedas se consider-
an los métodos multiarranque ([7]). Un método multiarranque se compone de un
procedimiento para generar soluciones de partida y la aplicación de una búsque-
da local a dichas soluciones. Los criterios de parada aplicados a las búsquedas
locales consisten en detener la búsqueda cuando no se producen mejoras en la
clasificación obtenida (al menos de forma significativa) o cuando se ha consumido
una cantidad prefijada de recursos, expresada por tiempo de computación o por
el número de iteraciones. Como criterio global de parada se puede utilizar una
condición similar sobre las mejoras que se producen y los recursos consumidos.
Los anteriores procedimientos constructivos y las búsquedas locales se pueden
combinar de distintas formas para producir diversas estrategias de búsquedas de
arranque múltiple.
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4. Experiencia computacional

El propósito de la experiencia computacional es doble, por un lado analizar
la combinación más rentable de los métodos de generación de soluciones de
arranque y comparar el rendimiento de la metaheuŕıstica de arranque múltiple
con otras metaheuŕısticas. Para la experiencia computacional se han utilizado
conocidos problemas disponibles en el repositorio de conjuntos de datos de la
UCI ([?]). Se han realizado experimentos con diversos ejemplos y se muestran
por interés comparativo los denominados Soybean, Cleveland e Iris.

4.1. Análisis de las estrategias de arranque múltiple

Se consideraron 10 ejecuciones con 10 arranques para cada búsqueda local
con cada una de las inicializaciones excepto para la que part́ıa del centroide
medio que por su carácter determinista. Se procedió a tomar el mejor valor de
cada ejecución y el promedio de todos ellos. El orden de los objetos fue aleatorio
sin embargo dicho orden prevaleció a lo largo de toda la experiencia.

En la tabla 1 se muestran, para cada combinación de los procedimientos de
inicializacón (a: aleatoria, s: semialeatoria, d: determinista) y búsqueda local
(LS), el valor promedio de la función objetivo (Media), el mejor valor (Mejor)
con la iteracion correspondiente (It). Se observa que, aunque los mejores val-
ores se lograron con distintas alternativas, el procedimiento (K+H+J)-medias
alcanza valores muy próximos al óptimo. Se ha elegido los resultados de este
procedimiento con la inicialización aleatoria para comparar el rendimiento con
los algoritmos evolutivos

4.2. Comparación con algoritmos evolutivos

Para comparar el rendimiento de los procedmientos propuestas se muestran
en la tabla 2 los resultados comparativos con un algoritmo genético (GA) y un
algoritmo de estimación de distribuciones (EDA) mostrados en [15]). Los GAs
y los EDAs son procedimientos evolutivos basados en evoluación poblaciones.
Los algoritmos genéticos son ampliamente conocidos en amplios contextos de
optimización, clasificación y búsqueda. Los algoritmos EDAs han sido aplicados
con éxito a distintos campos de la IA (ver [12]).

Un algoritmo genético realiza una búsqueda estocástica con un procedimiento
inspirado en la evolución natural de poblaciones. Se adopta una representación
de las soluciones del problema como individuos determinados por sus carac-
teŕısticas cromosómicas. Un algoritmo Genético comienza con una población
aleatoria de individuos. Sobre elementos de la población se aplican operadores
genéticos para hacerla evolucionar. Los elementos a los que se le aplican los op-
eradores son seleccionados teniendo en cuenta su rendimiento. Generalmente se
consideran dos tipos de operadores genéticos: el cruzamiento y la mutación. El
cruzamiento básico consiste en combinar dos soluciones dividiendo las secuen-
cias cromosómicas respectivas por un mismo punto que se utiliza para unir dos
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Cuadro 1. Comparación de las inicializaciones y búsquedas locales.

Cleveland Iris Soybean

LS Ini Media It Mejor It Media It Mejor It Media It Mejor It

a 9714.92 6.70 9702.26 7 100.28 4.80 100.07 3 98.67 6.60 98.50 5
H s 10185.91 10.70 10181.98 8 100.08 6.40 100.08 6 98.92 5.10 98.68 6

d 10199.84 7 10199.84 7 100.08 13 100.08 13 103.62 9 103.62 9

a 9752.75 2.20 9687.21 1 100.50 3.30 99.96 1 98.96 3.00 98.95 3
K s 10204.54 4.00 10201.42 3 100.07 3.00 100.07 3 100.10 7.70 98.98 9

d 10210.12 5 10210.12 5 101.77 6 101.77 6 103.66 13 103.66 13

a 10669.17 12.40 10278.46 7 122.05 4.20 106.09 3 124.70 2.90 118.93 3
J s 12076.85 9.40 11519.00 11 131.16 7.10 121.60 7 121.84 7.80 120.93 5

d 14471.37 14 14471.37 14 171.37 3 171.37 3 143.46 1 143.46 1

a 9693.80 23.25 9664.94 5 100.02 5.40 99.93 1 99.38 8.80 98.93 1
(H+J) s 10181.92 13.22 10163.85 23 100.09 10.20 100.07 7 99.17 5.20 98.93 1

d 10204.86 9 10204.86 9 100.10 17 100.10 17 103.64 3 103.64 3

a 9709.34 2.00 9694.57 1 100.05 3.60 99.98 1 99.05 13.20 98.81 1
(K+J) s 10169.68 9.67 10007.24 21 100.06 7.80 100.05 3 98.85 5.00 98.84 5

d 10198.44 9 10198.44 9 100.07 15 100.07 15 103.73 5 103.73 5

a 9715.23 2.60 9700.14 2 100.06 5.00 99.98 1 98.94 3.80 98.90 4
(H+K) s 10191.33 4.40 10183.22 4 100.08 4.00 100.07 2 98.97 4.00 98.96 2

d 10197.39 4 10197.39 4 100.08 10 100.08 10 103.66 9 103.66 9

a 9686.12 1.20 9653.17 1 100.04 3.70 99.97 1 98.84 2.90 98.61 3
(K+H) s 10158.18 6.20 10007.84 7 100.07 3.20 100.07 3 100.19 4.80 98.96 3

d 10197.54 7 10197.54 7 100.07 9 100.07 9 103.66 10 103.66 10

a 9754.04 2.70 9683.30 2 100.01 2.30 99.93 1 98.96 3.50 98.94 2
H+(K) s 10201.70 3.70 10196.33 3 100.24 3.10 100.07 3 98.97 5.50 98.97 2

d 10210.11 5 10210.11 5 101.77 7 101.77 7 103.66 11 103.66 11

a 9704.86 3.10 9685.28 1 100.05 2.80 99.96 1 98.80 3.70 98.49 2
K+(H) s 10169.66 10.90 10009.33 18 100.08 5.70 100.08 4 100.32 5.50 98.51 7

d 10193.50 6 10193.50 6 100.08 11 100.08 11 103.62 6 103.62 3

a 9701.94 2.40 9676.21 2 100.01 4.40 99.91 1 99.03 6.60 98.93 2
H+(K+J) s 10192.80 5.60 10183.13 4 100.07 9.20 100.06 6 98.87 5.60 98.85 6

d 10198.41 4 10198.41 4 100.07 16 100.07 16 103.73 16 103.73 16

a 9692.88 1.90 9675.86 1 100.05 3.90 99.96 1 98.96 3.00 98.53 2
K+(H+J) s 10172.10 14.00 10022.28 44 100.09 9.40 100.07 8 98.83 7.82 98.53 2

d 10200.46 6 10200.46 6 100.10 14 100.10 14 103.64 2 103.64 2

a 9707.51 2.60 9665.32 2 100.04 3.10 99.98 1 98.79 5.30 98.55 5
(H+K+J) s 10190.98 5.30 10182.89 5 100.07 7.10 100.07 5 98.87 10.70 98.97 5

d 10197.63 5 10197 5 100.08 11 100.08 11 103.70 8 103.70 8

a 9688.72 1.40 9659.79 1 100.03 4.00 99.92 1 98.96 7.70 98.63 2
(K+H+J) s 10153.87 6.40 10008.98 16 100.06 4.90 100.06 4 98.51 8.00 98.51 5

d 10198.17 4 10198.17 4 100.07 13 100.07 13 103.50 14 103.50 14
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partes distintas de ambas soluciones. Una mutación altera algún gen de la rep-
resentación cromosómica de una solución de forma aleatoria. En el algoritmo
genético analizado en [15] se emplearon el operador de mutación simple y el
operador de cruzamiento simple con un punto de cruce.

Los algoritmos EDAs son algoritmos evolutivos que usan una colección de
soluciones candidatas para realizar trayectorias de búsqueda evitando mı́nimos
locales. Estos algoritmos usan la estimación y simulación de la distribución de
probabilidad conjunta como un mecanismo de evolución, en lugar de manipular
directamente a los individuos, que representan soluciones del problema. Un algo-
ritmo EDA comienza generando aleatoriamente una población de individuos. Se
realizan iterativamente tres tipos de operaciones sobre la población. El primer
tipo de operación consiste en la generación de un subconjunto de los mejores
individuos de la población. En segundo lugar se realiza un proceso de apren-
dizaje de un modelo de distribución de probabilidad a partir de los individuos
seleccionados. En tercer lugar se generan nuevos individuos simulando el mode-
lo de distribución obtenido. El algoritmo se detiene cuando se alcanza un cierto
número de generaciones o cuando el rendimiento de la población deja de mejorar
significativamente (ver [12]).

Los algoritmos GA y EDA se implementaron en [15] usando la misma codifi-
cación de soluciones utilizada en nuestros procedimientos a través de los vectores
k(.) que expresan la pertenencia de cada uno de los objetos a una de las p clases.
Los algoritmos GA y EDA se ejecutaron con poblaciones de varios tamaños lle-
gando hasta los 1000 individuos que es el tamaño que corresponde a los resultados
mostrados en la tabla.

Los datos mostrados corresponden a implementaciones de los algoritmos GA
y EDA donde antes del proceso de selección se ejecuta una iteración del proced-
imiento K-medias para cada individuo de cada generación. El algoritmo EDA
se ejecutó con diversos modelos distribuciones de probabilidades conjuntas. Los
resultados se muestran para el modelo que presentó mejores prestaciones. Los
algoritmos GA y EDA se ejecutaron en las pruebas reportadas en [15] cinco veces
y se muestran los resultados medios.

Cuadro 2. Comparación de los algoritmos GA (Algoritmo genético), EDA (Algoritmo
de Estimación de Distribuciones) y MSA (Algoritmo Multi-Start

Problema objetos variables clases GA EDA MSA
Iris 150 5 3 100,08 100,08 100,03
Soybean 47 36 4 103,43 103,43 98,96
Cleveland 303 14 4 15021,24 9711,06 9688,72

5. Conclusiones

El valor alcanzado con la inicialización determinista es, para las tres bases de
datos, del mismo orden con todas las búsquedas locales consideradas, a excepción
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de la J-medias, que empeora. La inicialización aleatoria es la que alcanza mejores
resultados globales, aunque la semialeatoria la supera, de forma particular, en
algún caso. Esto se pone de manifiesto en que la mejor solución se encuentra en
las primeras ejecuciones de la búsqueda local.

No se aprecia claramente un número de búsquedas locales superiores con
ninguna de las alternativas. El procedimiento J-medias, combinado con otras
búsquedas locales mejora el rendimiento, tanto en el caso promedio como en el
mejor caso. La búsqueda local que presenta mejores resultados globales es el
procedimiento (K+H+J)-medias con la inicialización aleatoria que supera a los
algoritmos evolutivos.
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