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Abstract. El presente trabajo trata de esbozar un argumento formal de la
dificultad en la obtención de algoritmos paralelos eficientes  de tipo KDD al tratar de
realizar clasificación en minería de datos en bases de datos muy grandes.
Adicionalmente se propone un método alternativo de extracción de conocimiento en
el cual se sacrifica un poco la presición y  posiblemente se mejora el desempeño de
dichos sistemas de descubrimiento de conocimientos en grandes bases de datos por
medio de la aplicación de algoritmos de clasificación de tipo PAC-learning en modo
paralelo para extracción de conceptos PAC-learnable (conceptos expresables en k-
FNC[2][6] y k-DNF monotonas [14], li stas simples de decisión[12][6], simulación de
queries de equivalencia usando menos ejemplos [13] , programas lógicos recursivos
[15], conceptos con dimensión de Vapnik-Chervonenkis finita [6] ).

1 Introducción

En los últimos años hemos presenciado un abaratamiento de los medios de
almacenamiento masivo de información  lo cual ha dado por resultado la creación de
bases de datos extremadamente grandes con información implícita muy valiosa. Por
otro lado hemos sido testigos también del vertiginoso progreso tanto de las
arquitecturas de cómputo paralelas como del desarrollo de la algorítmica paralela y
distribuída [16][17] lo cual nos estimula a aprovechar dichos avances tecnológicos
para tratar de realizar la extracción de conocimientos implícitos [1] en tiempos de
cómputo razonablemente cortos (tiempo polinomial en función del tamaño de los
datos) y usar dicho conocimiento como soporte para la toma de decisiones. Por otro
lado, sabemos que la minería de datos (Datamining) es el proceso de extracción de
información válida, en forma comprensible y previamente desconocida a partir de la
información almacenada en grandes bases de datos. Dicha tarea es de vital
importancia para apoyar la toma de decisiones pero su costo computacional es alto.



Las dos formas mas comúnes de  hacer minería de datos es por verificación (el
usuario hace hipótesis y las corrobora con paquetes estadísticos tipo SAS), y  por
descubrimiento de información implícita  (predicción, asociación, segmentación, etc.)
de forma automática.

1.1 Antecedentes en minería de datos en máquinas paralelas

Podemos hallar en una gran cantidad de trabajos de investigación empíricos
resultados alentadores pero parciales sobre descubrimiento de información implícita
en grandes bases de datos por medio de multiprocesadores [1] .En dichos trabajos se
intenta obtener información representada como reglas de: clasificación, asociación y
descubrimiento de patrones de comportamiento sobre el tiempo. Lo anterior es
realizado por medio de algoritmos que centran la atención en extraer los conjuntos
frecuentes de elementos debido a que es el paso mas pesado desde el punto de vista
computacional  (conjunto potencia). Buenos representantes de dichos algoritmos son
APRIORI, PARTITION, PEAR,etc  [1], los cuales deben su éxito a heurísticas en el
número de conjuntos candidatos generados, uso de estructuras de datos especiales y
reducción en el número de operaciones de E/S realizadas. Desafortunadamente las
pruebas de los algoritmos mencionados han sido llevadas a cabo sobre bases de datos
prefabricadas y debido a su enfoque heurístico no se puede asegurar que siempre
tengan un buen desempeño. Véase [1].

2 Complej idad inherente al K DD

A pesar de que se ha realizado una investigación considerable en el área de KDD la
mayor parte de ésta se ha dedicado a la concepción de algoritmos secuenciales  y las
paralelizaciones que se han implementado son variaciones de estos por lo cual la
mejora en el desempeño es limitado. Dichos algoritmos trabajan bastante bien en
instancias muy pequeñas de problemas de clasificación pero frecuentemente en
minería de datos se tiene que tratar con  Bases de Datos grandes y dicho enfoque
resulta impráctico. En términos más precisos el problema de hallar un árbol de
clasificación óptimo o el conjunto mínimo de reglas en el caso más general ha sido
demostrado ser un problema NP-completo [4].
Como mencionamos anteriormente los métodos que han sido utilizados en trabajos
previos de minería de datos están fuertemente inspirados en técnicas de Inteligencia
Artificial de aprendizaje de máquina. Una metodología de IA a la cual se recurre
frecuentemente para aprendizaje de máquina y que posteriormente se ha conocido
como KDD (Knowledge Data Discovery) es el algoritmo ID3 que fué inventado por
Quili an en 1984. El algoritmo ID3 es un método que consiste en hallar un árbol de
clasificación óptimo por medio de la elección de atributos mas discriminantes
midiendo su entropía máxima. El algoritmo ID3 trabaja bastante bien en instancias
muy pequeñas de problemas de clasificación pero frecuentemente en minería de datos
se tiene que tratar con bases de datos extremadamente grandes del orden de terabytes
por lo que dicho enfoque resulta impráctico y en términos de complejidad



computacional estaríamos frente a un problema intratable. Dicho en términos más
precisos el problema de hallar un árbol de clasificación óptimo o el conjunto mínimo
de reglas en el caso más general ha sido demostrado ser un problema NP-completo
ver artículo de Tim L. Andersen y Tony R. Martínez [4]. En general la inducción de
reglas trata de generar un conjunto de reglas que sean óptimas en cuanto a su
complejidad y lo que se demostró en [4] fué que el problema de generar el más simple
conjunto de reglas que de manera precisa predice ejemplos en un conjunto de
entrenamiento para un tipo particular de generalización es NP-completo. Lo anterior
se demostró reduciendo el problema de MIN SET COVER que es conocido desde
hace mucho tiempo como problema NP-completo, al problema de MIN RULE SET.
La definición formal así como la secuencia de  resultados que fueron usados en [4]
para demostrar lo anterior se resumen a continuación.

MIN-SET COVER (MIN SC) :
INSTANCIA:  ),,( kCX  una colección  C  de subconjuntos de un conjunto X  y

un número entero positivo k .

PROBLEMA: Hallar algún CC ⊆′  tal que kC ≤′  y Xc
Cc

i

i

=
′∈

�

MIN-RULE SET (MIN RS) :
INSTANCIA: ),,( kFT  un conjunto de ejemplos de entrenamiento T , un conjunto

de reglas F y un número entero positivo k
PROBLEMA: Hallar algún FF ⊆′  tal que kF ≤′  y

).),(( oeFegenTee =′→∈∀ es decir que las reglas generadas al empatarse

con los ejemplos den la misma clasificación.

Lema 2.1.- MIN SC es NP-completo.
Lema 2.2.- MIN RS NP∈
Lema 2.3.- Existe una transformación polinomial de MIN SC a MIN RS

 (  MIN SC p≤ MIN RS)

Teorema 2.1 MIN RS es NP-Completo

2.1 L imitaciones teór icas para realizar minería de datos por métodos tipo KDD
en máquinas paralelas

Otro enfoque para hacer frente a los problemas de clasificación es el uso de métodos
de aprendizaje de máquina basadas en árboles de clasificación o decisión. La idea
básica de estos árboles es, que tenemos un conjunto de objetos E . Si E  contiene solo
objetos de una clase, el árbol estará compuesto de una sola hoja etiquetada con dicha
clase. En el caso contrario, sea P  una prueba en cada objeto con posible resultado

wCCC ,...,, 21 . Cada objeto en E  dará uno de estos resultados cuando aplicamos P



de tal manera que se obtendrán las particiones 
wEEE ,...,, 21
 donde iE  contiene

aquellos objetos cuyo resultado fué 
iC .

Si cada iE  es reemplazada por el correspondiente árbol de decisión para 
iE

entonces el resultado será el árbol para toda la E . Los algoritmos más populares de
éste tipo son ID3 y CART. Algunas variantes de ID3 han sido propuéstos como por
ejemplo IC (para trabajar con inytervalos de valores) y C4.5, que evita la creación de
grandes árboles que surgen al aplicar ID3, pero no son buenos candidatos de
algoritmos para paralelización dado que el problema de obtener árboles de
clasificación óptimos ha sido ya demostrado en [4] que es un problema NP-completo
y debido a ello es muy poco probable que se pueda hallar para minería de datos una
versión eficaz en paralelo de dichos algoritmos.
La idea anterior puede ser enunciada de manera formal como la siguiente proposición.

Proposición 2.1.1:El problema de la clasificación (CLID3) basado en métodos tipo
ID3  no puede ser paralelizado eficientemente a menos de que P=NP

 Esbozo de prueba:
Para comenzar haremos uso de algunas definiciones relacionadas con el estudio de
las clases de complejidad paralela

Definición 2.1.1.La clase TP[t(n),p(n)] es el conjunto de todos los problemas
solubles por una máquina PRAM usando a lo más un tiempo t(n) y un número de
procesadores p(n) para entradas de tamaño n [11]

Definición 2.1.2. La clase de complejidad NC=TP [ )1()1( ,log OO nn ] consiste de

todos aquellos problemas de desición resolubles en una máquina paralela PRAM que
simultáneamente respeta un limite polil ogaritmico en el tiempo de ejecución y un
límite polinomial en el número de procesadores. [11].

Dicho de manera más informal, NC está constituido por aquellos problemas
resolubles con un número de procesadores acotado por un polinomio y en tiempo
polil ogarítmico.
Una primera observación es que NC está en la clase P ya que una máquina
monoprocesador puede simular una máquina PRAM que tarde un tiempo del orden

de njlog  y que use  kn procesadores, en tiempo )log( nnO jk , que es un

polinomio de n. Es decir que la clase de complejidad paralela NC es la clase de
problemas que tienen una solución eficiente en un procesador paralelo PRAM.
Debido a lo anterior NC ⊆⊆ P . Además como CLID3 es reducible al MIN-SET-
COVER [4] que es un problema NP-completo, entonces CLID3 ∉∉ P ⇒⇒ CLID3 ∉∉ NC
a menos que P=NP.



2.2 Muestreo y PAC Learning

La teoría de lo aprendible prababilístico y aproximadamente correcto (PAC learning)
que fue propuesto por L.G. Valiant en [2] plantea que existen clases de conceptos que
pueden ser aprendidos en tiempo polinomial, por medio de un protocolo que usa un
algoritmo que es alimentado por ejemplos positivos del concepto a aprender. Puede
existir en dicho protocolo una segunda fuente de información llamada ORACLE, que
en su versión mas simple, cuando se le da un elemento, éste responderá si es un
ejemplo positivo o negativo del concepto. Otro elemento del protocolo es un
procedimiento de deducción que da por resultado una expresión que, con cierta
probabili dad, aproximará la expresión que queremos aprender. Esta aproximación
nunca dará por resultado SI cuando deba de dar NO, pero puede dar por resultado NO
en una fracción muy pequeña del espacio de los ejemplos positivos. Esta pequeña
fracción puede hacerse tan pequeña como se desee pero el precio a pagar es que el
procedimiento de deducción se haga mas costoso en tiempo de ejecución. Decimos
que la clase de programas X  puede ser aprendido con respecto a un protocolo de
aprendizaje si y solo si existe un algoritmo A  (el procedimiento de deducción) que
llama al protocolo con las siguientes características:

• El algoritmo corre en tiempo polinomial con respecto a un parámetro ajustable h
, el tamaño del programa a aprender, y el número t  de variables.

• Para todos esos programas Xf ∈ , el algoritmo deducirá con una probabili dad de

al menos 11 −− h  un programa Xg ∈  que nunca responderá 1 cuando no deba,

pero casi siempre responderá 1 cuando deba.

Definimos una función ),( ShL  para cualquier número real h  mayor que 1, y cualquier

entero positivo S  como sigue:  Sea ),( ShL  el mas pequeño entero tal que en ),( ShL

ensayos de Bernoulli , cada uno con probabili dad de éxito de al menos 1−h  la

probabili dad de tener menos de S  éxitos sea menor que 1−h . Se puede probar que:

)log(2),( hShShL +≤

Entonces existe un algoritmo para aprender expresiones en formato limitado k-CNF.
Cada cláusula esta formada por literales positivas o negativas, Dado un entero
positivo k , una expresión está en formato k-CNF si cada cláusula tiene a lo más k
literales. Para cualquier entero positivo k , la clase de expresiones en k-CNF es
aprendible por un algoritmo que solo llama )2,( 1+= kthLL  veces a EXAMPLES, sin

usar ORACLE, donde t  es el número de variables. El algoritmo hace lo siguiente:
Inicializa la fórmula g  como el producto de posibles clausulas de a lo mas k
literales. El número de maneras posibles de elección de una clausula con exactamente
k  literales es kt)2(  y por lo tanto el número total de maneras de elegir una cláusula

de a lo más k  es menor que 12 )2()2(...)2(2 +<+++ kk tttt . Esto limita el número

de clausulas iniciales de g .



El algoritmo comienza por llamar a EXAMPLES L  veces. Para cada vector v , borra
todas aquellas clausulas en g  que no tengan una literal fijada como verdadera en v .

Los siguientes pasos son repetidos L  veces:

begin

  v := EXAMPLES

  for each gci ∈  delete ic  if )( icv →¬

end

Entonces podemos decir que con muy alta probabili dad que el valor de g  después de

la L -esima iteración del anterior bloque de código, será la aproximación deseada de
la fórmula  que queríamos aprender. Este algoritmo es un nuevo enfoque que abre la
posibili dad de clasificar en base a ejemplos que tengan atributos booleanos. Cada
registro de la base de datos alimenta el algoritmo como ejemplo positivo, de tal
manera que se construyan expresiones en formato k-CNF asociados al concepto que
representa el conjunto de entrenamiento.Para probar el clasificador remplazamos las
literales con valores del registro que se quiere clasificar. De esta forma obtenemos un
clasificador para una clase dada. Dicho trabajo seminal dió origen al modelo de PAC-
learning cuya definición dada en [6] es:

Definición 2.2.1.-Sea nC una clase de representación sobre nX (donde nX es ya

sea n}1,0{ o el espacio Euclideano de dimension n nℜ ),  y sea �
1≥

=
n nXX y

�
1≥

=
n nCC . Se dice que el concepto C es aprendible con PAC-learning si existe

un algoritmo L  con la siguiente propiedad: para todo concepto Cc∈ para toda

distribución D  en X , y para toda 2/10 << ε  y 2/10 << δ , si  L  tiene

acceso a ejemplos ),( DcEX y entradas ε  y δ , entonces con probabili dad de al

menos δ−1 , L  da como resultado un concepto hipótesis Ch∈ tal que

ε≤)(herror .

Esta probabili dad es tomada sobre los ejemplos aleatorios obtenidos de llamadas a
),( DcEX  y cualquier randomización de L . Si L se ejecuta en tiempo polinomial

en función de n , )(csize , ε/1 y δ/1 se dice aprendible eficientemente con PAC-

learning.

De lo anterior se puede afirmar como teorema lo siguiente [6]:

Teorema 2.2.1  La clase de conceptos representados como conjunciones de literales
booleanas son aprendibles eficientemente con PAC-learning.



Teorema 2.2.2  La clase de conceptos representados como fórmulas lógicas 3-FNC
son aprendibles eficientemente con PAC-learning.

No todas las clases de conceptos pueden ser aprendidos de manera eficaciente por éste
método y un posible testimonio de ello sería la criptografía. Sin embargo existe una
gran variedad de clases de conceptos que son aprendibles eficientemente con PAC-
learning como son los conceptos expresables en k-FNC[2][6] y k-DNF monotonas
[14], li stas simples de decisión[12][6], simulación de queries de equivalencia usando
menos ejemplos [13] , programas lógicos recursivos [15], y de manera mas general
conceptos con dimensión de Vapnik-Chervonenkis finita [6] .

3 Paralelización del aprendizaje de conceptos PAC-aprendibles
eficientemente.

Como se mencionó en la sección anterior existe una amplia gama de clases de
conceptos que pueden ser aprendidos de manera eficiente por medio del modelo de
PAC-learning.  Por otro lado, el hecho de que los conceptos a aprender sean
aprendibles de manera eficiente quiere decir que los algoritmos son polinomiales y
por lo tanto potencialmente paralelizables eficientemente. Supongamos que estamos
realizando una operación de clasificación.Una posibili dad de paralelización sería
tener replicas del algoritmo de aprendizaje en varios procesadores los cuales van a
estar tomando ejemplos de una muestra en una base de datos común.
Al terminar de procesar su muestra , es decir la fase de aprendizaje, cada proceso dará
aviso a un proceso coordinador el cual se comunicará con cada uno de los procesos de
aprendizaje, concentrará las respuestas de cada uno de ellos y difundirá la consultas
que le haga el usuario. Si al recibir las respuestas de los procesos el proceso
coordinador detecta discrepancias, las resolverá por un mecanismo de mayoría de
votos. Supongamos que queremos aprender un concepto expresable como una
conjunción de variables booleanas, lo cual sabemos que es aprendible de manera
eficiente usando PAC-learning. Entonces generamos tantos procesos de aprendizaje
como procesadores tengamos reservando uno para asignarle el proceso coordinador.
Ejecutamos en modo SIMD las replicas del algoritmo de PAC-learning para
conceptos en FNC que aparece en la sección  2.2 del presente artículo. Estos
algoritmos extraerán uniformemente los datos o ejemplos positivos y negativos . Al
terminar su fase de aprendizaje cada proceso da aviso de ello al proceso coordinador y
éste se dispone recibir consultas del usuario.
Si analizamos el algoritmo de aprendizaje de la sección 2.2 nos daremos cuenta de
que va eliminando literales de la hipótesis h que contradigan los ejemplos positivos,

es decir que la hipótesis h en todo momento tendrá literales que aparezcan en el
concepto c  a aprender. Esto quiere decir que la hipótesis nunca se equivocará con los



ejemplos negativos pero puede suceder que una literal z ocurra en h  y no ocurra en

ces decir que existe una probabili dad )(zp de que h  se equivoque solo en aquellos

ejemplos positivos de cen los cuales 0=z  y entonces la probabili dad total de

errores de h  será  ∑ ∈
≤

hz
zpherror )()( . Se dice que una literal z es mala si

nzp 2/)( ε≥  y h  no contiene literales malas entonces

εε =≤≤ ∑ ∈
)2/(2)()( nnzpherror

hz
lo cual nos acota por arriba la

probabili dad de una mala literal en h . Entonces la probabili dad de no haber

eliminado una mala literal de h  después de mejemplos es mn)2/1( ε−  es decir la

probabili dad de tener malas literales después de mejemplos es mnn )2/1(2 ε− .

Este análisis del caso secuencial, nos permite obtener el tamaño de la muestra tal que

δε ≤− mnn )2/1(2  pues usando la aproximación xex ≤−1  podemos decir que

δε ≤− nmne 2/2  lo cual nos permite calcular el tamaño de la muestra como

))/1ln()2)(ln(/2( δε +≥ nnm .

Extrapolando el anterior análisis al caso de nuestro ejemplo de paralelización de dicho
algoritmo podemos tener ventajas en dos sentidos. El primero sería en lo referente al
tiempo de cálculo pues si suponemos que la el número de ejemplos para cada será
dividido entre el número de procesadores disponibles la velocidad con la que se

realizará el aprendizaje pasará de polinomial a )(log nO j  (Ver sección 2.1).

La otra ventaja sería en cuanto a la reducción de la probabili dad de error pues si se
utili za el mismo tamaño de muestra mpara cada proceso de aprendizaje si

tengok procesos la probabili dad de error se reduciría a mknn )2/1(2 ε−  si

suponemos independencia de eventos.



4 Conclusiones y  trabajo futuro

El ejemplo de paralelización expuesto en la sección anterior no implica que solo se
aplique a clases de conceptos expresables como conjunción de variables booleanas.
Este método en principio es aplicable a todo concepto aprendible de manera eficiente
con PAC-learning lo cual trataremos de explorar en el futuro. Ha sido estudiado en [9]
el caso de algunos problemas llamados strict P-complete cuya solución en paralelo no
puede aportar un speed up significativo. En [9] se habla de la imposibili dad de
acelerar la solución de dichos problemas con el uso de multiprocesadores.. Existen
algunos problemas P-complete que son inherentemente secuenciales como por
ejemplo, la programación lineal, max flow, y el cálculo de la política óptima en un
proceso de decisión Markoviano ver [10]. Entonces es muy poco probable que un
problema P-complete pueda ser resuelto eficientemente en una máquina paralela y
consideramos que es aún menos probable que un problema NP-completo como es el
caso de min set cover y el ID3 también. Sería interesante investigar si el aprendizaje
de alguna clase de conceptos aprendibles en tiempo polinomial no es P-completo. En
lo referente a la probabili dad de error mi hipótesis es que al tomar una muestra hacer
L ensayos de Bernoulli en n procesos en paralelo de manera independiente reduce la
probabili dad de error. Hay que probar lo anterior. Otro aspecto que exploraremos en
trabajos futuros es el uso el comportamiento de estos algoritmos paralelizados en
presencia de errores y el uso de técnicas del área de sistemas multiagentes y
conocimiento distribuído [8] para tratar de mantener consistencia en las reglas
obtenidas.
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