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Resumen

Los resultados de los métodos de selección de
atributos influyen en gran medida en el éx-
ito de un proceso de minería de datos. Para
asegurar el resultado óptimo en un método de
selección se debe realizar una búsqueda ex-
haustiva, lo que conlleva un alto coste com-
putacional que en ocasiones hace que sea in-
abordable. En este documento proponemos un
método de selección de atributos basado en las
técnicas de bootstrapping que reduce el coste
de la búsqueda exhaustiva, sin reducir la pre-
cisión en la clasificación.

Los experimentos han sido realizados con
bases de datos de alta dimensionalidad (miles
de atributos) y muestran un rendimiento sat-
isfactorio de la propuesta.

1 Introducción

El éxito de aplicar un algoritmo de minería
de datos está sujeto a diferentes factores. La
calidad de los datos de entrada, por ejemplo, es
uno de estos factores, ya que si éstos contienen
información irrelevante o redundante, o posee
datos ruidosos, el procesos de aprendizaje será
más dificil.

Los métodos de selección de atributos per-
miten identificar y eliminar parte de la infor-
mación irrelevante y redundante. Este tipo
de procesos consiste en seleccionar un subcon-
junto de atributos óptimo, a partir de los datos
de entrada, que maximice la eficiencia de los

algoritmos de minería de datos sobre dicha in-
formación.

Un proceso de selección de atributos se di-
vide en cuatro etapas [1]: en la primera se de-
termina el posible conjunto de atributos para
realizar la representación del problema; en la
segunda se evalúa el subconjunto de atribu-
tos generado en el paso anterior; el chequeo
de si el subconjunto seleccionado satisface el
criterio de detección de búsqueda se realiza
en la tercera etapa; y por último, en la etapa
cuarta se verifica la calidad del subconjunto de
atributos que se determinó. Estos procesos se
pueden clasificar de forma diferente dependi-
endo de la etapa en la que nos centremos para
realizar dicha distinción. Por ejemplo, atendi-
endo a la función de evaluación usada (paso 2),
los procedimientos de selección de atributos se
pueden clasificar en tres categorías categorías
[2]: Filters, Wrappers [7, 8] e híbridos [9].

En los métodos Filters el procedimiento de
selección es realizado independientemente de
la función de evaluación (clasificación). En és-
tos se pueden distinguir cuatros medidas de
evaluación diferentes: distancia, información,
dependencia y consistencia. Ejemplos respec-
tivos de cada una de estas medidas son: Re-
liefS [3], DTM [4], POE&AAC [5] y SOAP [6].

Los métodos Wrappers combinan la
búsqueda en el espacio de atributos con
el algoritmo de aprendizaje, evaluando los
conjuntos de atributos y escogiendo el más
adecuado. El inconveniente que presentan
es que son más costosos que los Filters [7]
aunque suelen obtener mejores resultados.
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Los modelos híbridos toman las ventajas
que aportan los modelos Filters y Wrappers,
aprovechando sus diferentes criterios de eval-
uación en diferentes etapas de búsqueda.

Independientemente de la función de eval-
ucación elegida, los métodos de selección de
atributos deben realizar una búsqueda entre
los distintos candidatos de subconjuntos de
atributos, pudiendo ser [2]: completa [10], se-
cuencial [11] o aleatoria. La búsqueda com-
pleta (o exhaustiva) garantiza encontrar el re-
sultado óptimo acorde al criterio de evaluación
usado. El gran inconveniente es su elevado
coste computacional (Θ(2n)) que hace que sea
inabordable en caso de que el número de atrib-
utos (n) sea considerable. Las búsquedas se-
cuenciales con un coste de Θ(n2) no son com-
pletas, con lo que puede que no encontren
el subconjunto óptimo. La búsqueda aleato-
ria, que tampoco asegura el óptimo, comienza
con un subconjunto de atributos seleccionados
aleatoriamente y procede, a partir de éste, con
una busqueda secuencial (i.e. Random-Start
[10]) o generando aleatoriamente el resto de
subconjuntos candidatos (i.e. Algoritmo Las
Vegas [12]).

El bootstrap [13], en términos de clasifi-
cación, consiste en replicar la totalidad de los
experimentos de clasificación un número ele-
vado de veces y estimar la solución usando el
conjunto de dichos experimentos. Para esti-
mar el porcentaje de error en un conjunto de
datos de tamaño n se generan un gran número
de muestras (seleccionando aleatoriamente) de
igual tamaño (n) mediante muestreo con reem-
plazo a partir de dicho conjunto. Cada una
de estas muestras se utiliza para construir
una regla de clasificación que será usada para
predicir la clase de aquellos datos originales
que no fueron usados en el conjunto de entre-
namiento. Esto da una estimación del por-
centaje de error para cada muestra. La media
de todas estas estimaciones es usada para cal-
cular el porcentaje de error de la regla origi-
nal. Debido a que este proceso está basado en
la seleccion aleatoria existe la probabiliad de
que haya algunos datos del conjunto original
que no sean usados y otros que intervengan
en más de un subconjunto. Por ello, es im-

portante realizar un número de experimentos
considerable para reducir la probabilidad de
que existan datos del conjunto original que no
hayan sido usados.

En este trabajo proponemos un método de
selección de atributos que ordena descendente-
mente los atributos según su relevancia. Con
él se pretendereducir el coste que implica el
uso de un proceso de selección de atributos
exahustivo sin perder la eficiencia del mismo.
Para ello, utilizaremos una búsqueda aleatoria
basada en las técnicas de bootstrapping (se-
lección con reemplazo).

La búsqueda exhaustiva es inabordable para
bases de datos que contengan un número
considerable de atributos. Con lo que,
para comparar el método que presentamos
con el método exhaustivo, limitaremos dicha
búsqueda atendiendo al número de atributos
que intervienen en cada paso de ésta. Es de-
cir, en vez de realizar todas las combinaciones
posibles de atributos, se generarán aquellas
combinaciones cuyo tamaño (número de atrib-
utos que intervienen en la combinación) sea
equivalente a un valor preestablecido (K).

El documento se organiza de la siguiente
forma. En la sección 2 se describe con de-
talle el método propuesta. En la sección 3 se
muestra los resultados de los experimento y,
por último, se muestran las conclusiones más
interesantes son anotadas en la sección 4.

2 Descripción

El proceso de seleción de atributos que se
propone puede ser dividido en cuatro fases:
generación de subconjuntos de atributos (gen-
eración), evaluación de cada subconjunto
(evaluación), actualización los pesos de cada
atributo (actualización) y ordenación de atrib-
utos por su peso (ordenación). En la figura1
se representan estas fases sobre una base de
datos ficticia de 5 atributos.

En la primera fase se generan los distintos
subconjuntos de atributos que serán usados
en la etapa posterior. Cada subconjunto con-
tendrá un número máximo de atributos que
serán escogidos aleatoriamente entre el con-
junto de datos original, con la particularidad
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Figura 1: Proceso de Selección de Atributos propuesto.

de que en un mismo subconjunto no existan
dos atributos iguales. Cada subconjunto será
generado independientemente del anterior pu-
diendo existir dos iguales. Tanto el número de
subconjunto generados (Ne) como el número
máximo de atributos contenidos en éstos (Na)
serán establecido por el usuario. En la figura1
el valor elegido es de 6 subconjuntos y 4 atrib-
utos como máximo, respectivamente. Los tres
primeros subconjuntos generados han sido uno
con dos atributos (atributo2 y atributo4), un
segundo con uno (atributo1), un tercero con 3
(atributo1, atributo3 y atributo5).

La fase de evaluación consiste en clasificar
el conjunto de datos original con cada uno
de los subconjuntos de atributos generados en
la etapa anterior. El resultado es asignar a
cada subconjunto una bondad, que será el por-
centaje de acierto de cada una de las clasifica-
ciones. Como consecuencia de este paso, se le
ha asignado al primer subconjunto de la figura
1 una bondad de 80. La mayor bondad gener-
ada ha sido de 95 para el último subconjunto,
mientras que la menor, con valor 75, es com-
partida tanto para el segundo como para el
cuarto.

En la fase de actualización se asignan los pe-
sos de los atributos del conjunto de datos orig-
inal. El peso de un atributo a (Pa) es la media
de las bondades de los subconjunto que con-
tengan a dicho atributo. Por ejemplo, el atrib-
uto1 de la figura1 forma parte del segundo, ter-
cero, quinto y sexto subconjunto, con lo que su
peso será: Pa1 = b2+b3+b5+b6

4
= 86.25, donde

bi denota la bondad del subconjunto i.
El último paso consiste en organizar los

atributos desdendentemente según su peso.
Esta fase genera una lista que será el rank-
ing devuelto por el proceso. En el ejemplo que
nos ocupa, el ranking generado ha sido: atrib-
uto5, atributo2, atributo1, atributo4 y atrib-
uto3 como menos relevante.

La única y gran diferencia que presenta el
método propuesto, descrito con los cuatro pa-
sos anteriores, con respecto al método exhaus-
tiva reside en la primera etapa. Por ejem-
plo, un metodo exhaustivo con K = 1 ten-
dría que generar un subuconjunto por cada
atributos del conjunto orignal. Sin embargo,
si escogemos un valor de K = 2, se debería
generar un subconjunto por cada par de atrib-
utos posibles. Por tanto, este primer paso
para un método exhaustivo depende el valor
de K, mientras que en el aleatorio depende del
número de experimentos y del número máximo
de atributos.

El pseudocódigo del método propuesto se
muestra en la figura 2. El algoritmo se divide
en dos funciones. La primera, GeneraRanking,
es la función principal y tiene como parámet-
ros de entrada: el método de clasificación que
se utilizará para evaluar cada subconjunto de
atributos escogido U ; el conjunto de atributos
a tratar X ; el número de experimentos que se
realizarán Ne y el número máximo de atribu-
tos que intervendrán en cada experimento Na.
Esta función ofrece un único parámetro de sal-
ida (L), el cual corresponde con el ranking de
atributos obtenido al aplicar el método de se-
lección de atributos. Con tal fin, la función
GeneraRanking ordena descendentemente los
atributos según su peso. Para calcular este
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Function GeneraRanking
Inputs:
U: Criterio Evaluación;
X: Atributos;
Ne: no Experimentos;
Na: no Atributos

Output:
L: Lista Atributos (atributos con mayor

peso al principio)
begin

S := GeneraCombAtts(X, Ne, Na)
foreach subconjunto de atributos Si ∈ S

C := Evalua(Si, U)
AcutalizaAtributos(Si, C)

end foreach
L = Ordena(X)

end GeneraRanking

Function GeneraCombAtts
Inputs:
X: Atributos;
Ne: Número Experimentos;
Na: Número Máximo Atributos

Output:
L: Lista de subconjuntos de atributos

begin
for i = 1 to Ne

n := GeneraNumeroAleatorio(1, Na)
Si := EscogeAtributos(X, n)
L := L + Si

end for
end GeneraCombAtts

Figura 2: Algoritmo para Generar Ranking.

valor, por cada atribuo ai, se realiza la me-
dia de los porcentajes de acierto resultantes de
aplicar el método de clasificacón U sobre aque-
llos subconjuntos que contengan al atributo
ai. Para obtener estos subconjuntos de atrib-
utos se hace uso de la función GeneraCom-
bAtts (paso 1). En ésta, cada subconjunto es
escogido aleatoriamente con un tamaño igual-
mente aleatorio (mayor que 1 y menor o igual
que Na) de forma que no exista ningún atrib-
uto duplicado en un mismo subconjunto.

Según el proceso descrito anteriormente, po-
dríamos enmarcar el método propuesto dentro
de las técnicas de ranking basadas en wrap-
pers.

3 Experimentos

En esta sección se mostrarán los resultados de
los experimentos realizados. Con ellos se trata
de comparar el método propuesto (búsqueda
aleatoria) con el método exhaustivo. El con-
junto de datos escogido para llevar a cabo la

Function EvaluaRanking
Inputs:
La: Lista Atributos( ranking a evaluar);
U: Criterio Evaluación;
Nae: no Atributos a Evaluar

Output:
Le: Lista Evaluacion

begin
ListaAux := {}
Le := {}
for i = 1 hasta Nae

at := atributo i-ésimo de L
ListaAux := ListaAux + {at}
C := Clasifica(ListaAtributos, U)
Le(i) := C

end for
end EvaluaRanking

Figura 3: Algoritmo para Evaluar Ranking.

comparativa se compone de cuatro bases de
datos biológicas de expresión genómica cuyas
características se muestran en la tabla 1. En
éstas los atributos representan genes, y los
ejemplos condiciones, de forma que en cada
par (geni, condicionj) se almacena el nivel de
expresión del gen i-ésimo bajo la condición j-
ésima. La particularidad que presentan es el
elevado número de atributos frente al número
reducido de ejemplos.

El proceso seguido para comparar di-
chos métodos consiste en evaluar el ranking
obtenido en cada uno de ellos. Esta evalu-
ación está basada en el cálculo del área exis-
tente bajo la curva de aprendizaje(AUC).

En terminos generales, cada punto (x, y) de
la curva se calcula atendiendo al número de
atributos que intervienen al clasificar el con-
junto de datos original, donde ’x’ representa
al número de atributos e ’y’ a la evaluación de
la clasificación. El número de atributos selec-
cionados en el cálculo de cada punto es incre-
mentado en uno hasta llegar al un número de
atributos dado.

El pseudocódigo para evaluar el ranking se
muestra en la figura 3. El algoritmo está com-
puesto por una sóla función denominada Eval-
uaRanking. Ésta posee tres argumentos de en-
trada: el ranking de atributos que se desea
evaluar (La), el método de clasificación que se
usará (U ) y el número total de atributos que
se utilizarán (Na). Como único argumento de
salida presenta una lista (Le), la cual contiene
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Tabla 1: Conjunto de datos usado.
Características

Ref Acrónimo noEj noAtr clases
Dataset_C [14] dsc 60 7129 2

Colon [15] col 62 2000 2

Leucemia [16] leuk 38 7129 2

Linfoma [17] linf 96 4026 9

en cada una de sus posiciones los puntos que
delimitan la curva. Éstos se calculan a partir
del porcentaje de acierto obtenido en cada una
de las clasificaciones (utilizando el criterio U ),
usando un número de atributos que aumenta
en uno en cada clasificación. Comienza con el
valor uno y finaliza con un número de atrib-
utos dado (Nae). Los atributos son escogidos
según el orden indicado en el ranking que se
quiere evaluar (La).

Una vez calculados dichos valores, se repre-
senta la curva de forma tal que en el eje de
abscisa se indica el número de atributos es-
cogidos y en el eje de ordenadas la evaluación
de la clasificación obtenida para ese número de
atributos.

Como se ha mencionado anteriormente, la
curva de aprendizaje será usada para calcular
el área existente bajo ella. Ésta estará nor-
malizada, es decir, los valores existentes en el
eje de abscisa se normalizan usando normal-
ización lineal.

De esta forma un ranking será mejor que
otro cuando el AUC sea mayor que el del otro.

En la tabla 2 se muestra el AUC (calcu-
lada según este proceso) tras evaluar los cien
primeros atributos de los rankings obtenidos
al aplicar el método de selección de atributos
propuesto (método basado en bootstrapping)
y el exhaustivo (con K = 1 y K = 2) sobre las
base de datos mencionadas en la tabla 1.

La configuración elegida, tanto para los pro-
cesos de generación como para los de evalu-
ación de los rankings, ha sido 3-NN ([18]) como
método de clasificación y validación cruzada,
usando cinco folds, como criterio de evalu-
ación. El número máximo de atributos que
intervienen en cada paso del método basado en

bootstrapping ha sido limitado al 0, 4% 1 del
número de atributos que posee la base de datos
en cuestión. Este último método se ejecu-
tará tres veces, todas ellas con la configuración
mencionada, pero con un número de experi-
mentos distintos. Este número será: equiva-
lente al número de atributos que tenga la base
de datos (M) para la primera ejecución(1×M);
el doble de los atributos que tenga para la se-
gunda (2×M); y el triple para la tercera eje-
cución (3×M).

Nótese que el número de pasos realizados en
los métodos con búsqueda exhaustiva depende
tanto de la cantidad de atributos que posea la
base de datos en cuestión como del valor de
K, mientras que en el propuesto tan sólo de-
pende del número de experimentos que se de-
sea realizar. En los experimentos que nos ocu-
pan, dicho valor obedece al número de atrib-
utos de las base de datos en cuestión. Este
razonamiento nos lleva a afirmar que nuestro
método tiene un coste (número de pasos) adi-
tivo, en lugar de multiplicativo como tiene el
exhaustivo.

En la tabla 2, además de mostrar el resul-
tado de la evaluación del ranking generado por
los distintos métodos, se presenta el número
de pasos realizados por cada uno de ellos. En
esta tabla igualmente, se resalta en negrita el
mejor AUC obtenida para cada base de datos.
Por tanto, para la base de datos dsc (tumor
del sistema nervioso), por ejemplo, el método

1Se escoge un valor pequeño de Na para que los
subconjuntos generados en cada paso no posean un
gran número de atributos. De esta forma reducimos la
posiblidad de escoger atributos irrelevantes con otros
que si lo son y, por tanto, no asignar a un atributo un
peso mayor que el que le corresponde por el hecho de
haber sido seleccionado junto a otros atributos que
son más relevants que él. Es decir, con este valor
conseguimos atenuar los efectos de la aletoriedad
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Tabla 2: Resultados experimentales.
Búsqueda exhaustiva Búsqueda aleatoria

K=1 K=2 1 * M 2 * M 3 * M
BD noPasos AUC noPasos AUC noPasos AUC noPasos AUC noPasos AUC
dsc 7.129 67,5 25.407.756 83,39 7.129 81,83 14.258 83,73 21.387 84,1
col 2.000 82,77 1.999.000 84,23 2.000 83,05 4.000 83,87 6.000 84,06
leuk 7.129 95,02 25.407.756 95,53 7.129 96,22 14.258 96,48 21.387 96,69
linf 4.026 78,84 8.102.325 78,82 4.026 84,98 8.052 86,43 12.078 87,47

exhaustivo K = 1 ha necesitado 7.129 pasos
para obtener un resultado de 67, 5; mientras
que la siguiente ejecución posible para este
método (K = 2) ha necesitado 25.407.756 pa-
sos para superarlo con un valor igual a 83, 39.
Si atendemos a los resultados obtenidos por el
método propuesto, observamos que realizando
el mismo número de pasos que K = 1 con-
seguimos un valor (81, 83) extremadamente su-
perior al obtenido por éste y muy cercano al
logrado por K = 2. Para alcanzar un valor
igual o superior a este último han sido nece-
sario 14.258 pasos, logrando un resultado de
83, 73. Es decir, tan sólo han sido necesario
el 0, 056% de pasos para superarlo. El mejor
resultado conseguido para la base de datos dsc
ha sido 84, 1. El cual fue logrado por el método
basado en búsqueda aleatoria (3 × M), real-
izando 21.387 pasos para conseguirlo.

Comparando los resultados obtenidos por
el método propuesto, apreciamos que son
mejores cuantos más pasos realice éste.

Atendiendo a los mejores resultados
obtenidos para cada base de datos, podemos
observar que para todas ellas, menos para col,
lo ha conseguido el método 3 ×M . El mejor
resultado conseguido con esta última base
de datos ha sido el obtenido por el método
K = 2. Para explicar el motivo de este suceso
debemos estudiar las dependencias que tiene
nuestro método con sus dos únicos valores de
entrada (número de pasos a realizar y número
máximo de atributos en cada paso). De todas
formas, nótese que K = 2, para conseguir
el valor de 84, 23, ha precisado de 1.999.000
pasos, mientras que 3 × M ha conseguido un
valor (84, 06) muy cercano con el 0, 3% de
pasos.

Con el fin de estudiar las dependencias de
nuestro método con sus valores de entrada
se han realizado diferentes experimentos sobre

las base de datos mencionadas en la tabla 1.
Los cuales han consistido en evaluar los rank-
ings obtenidos tras aplicar el método basado
en bootstrapping variando los datos de en-
trada de éste. La configuración utilizada,
tanto para la evaluación como para la gen-
eración de ranking, ha sido la misma que la
utilizada en los experimentos anteriores, sólo
que en este caso, el número máximo de atribu-
tos en cada paso (Na) ha sido variado, entre 1
y 5, en incrementos de 0, 1. Al haber aplicado
el estudio tres veces por cada base de datos,
cada una de ellas variando el número de pasos
realizados en 1×M , 2×M y 3×M , respectiva-
mente, el número de experimentos efectuados
asciende a 6.085.200 ((1+2+3)* no att en cada
BD * 50 "no diferentes Na utilizados"), como
hemos realizado validación cruzada usando 5
folds en cada experimento, el total de mode-
los generados ha sido 30.426.00 (5 folds * no

Experimentos).
En resumen, se han obtenido 600 rankings

diferentes que han sido evaluados mediante el
algoritmo ilustrado en la figura 3. Los resul-
tados de las evaluaciones vienen representa-
dos en la figura 4, la cual está dividida en
cuatro gráficas, cada una ellas correspondi-
ente a los resultados sobre una base de datos.
Estos resultados son mostrados mediante las
tendencias de las evaluaciones de los rankings
obtenidos ante las variaciones de Na, de forma
tal que en el eje de abscisas se indica el número
máximo de atributos utilizados en la ejecuión
del método y en el eje de ordenadas el AUC
obtenido tras evaluar el ranking generado en
dicha ejecución. El estudio de estas tenden-
cias ha sido dividido según el número de pasos
realizados por el método propuesto, de man-
era que en cada una de las gráficas existen tres
curvas correspondientes a las tendencias de la
ejecución del método con 1×M , 2×M y 3×M
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experimentos respectivamente.
A parte de dichas curvas, para poder com-

parar dicho método con el exhaustivo, en cada
gráfica se representa las tendencias del AUC
resultado de evaluar los rankings obtenidos
tras aplicar el método exhaustivo con K = 1
y K = 2. La configuración usada en éstos,
tanto para la generación como para la evalu-
ación, ha sido equivalente a la utilizada ante-
riormente. Nótese que los rankings generados
por el método exhaustivo no dependen de Na
y, por consiguiente, sus tendencias serán repre-
sentadas por recta con pendiente 0. Cada una
de estas rectas, por tanto, serán paralelas al
eje de ordenadas y cortarán al eje de abscisas
en el punto que tiene el mismo valor que el
AUC mostrado en la tabla 2 en las columnas
"K=1" y "K=2" para cada base de datos.

Hemos de señalar que la tendencia corre-
spondiente a K = 1 para DataSet-C no ha
sido representada debido a que en caso de hac-
erlo no se apreciaría con la misma claridad las
tendencias del método propuesto, al tener que
agrandar el rango de valores del eje OY por
encontrarse dicha recta en y = 67, 5. También
tenemos que remarcar el hecho de que las ten-
dencias de K = 1 y K = 2 para Linfoma se
solapan una con la otra (78, 84 ' 78, 82).

A partir de dichas gráficas, observamos que
dependiendo de la base de datos escogida
las tendencias del método propuesto son cre-
cientes o decreciente. Este suceso puede ser
debido a diferentes circunstancias. Una de el-
las es el grado de correlación que exista entre
los diferentes atributos de la base de datos, de
forma que con una gran correlación la pen-
diente será decreciente, y creciente en caso
contrario. A partir de este razonamiento,
el número Na debe ser inversamente propor-
cional a dicho grado de correlación.

Atendiendo al otro valor de entrada de nue-
stro método (Ne), podemos decir que cuanto
mayor sea éste mejor resultado obtendremos.
Esto es así puesto que los valores de las ten-
dencias de dicho método son superiores cuanto
más pasos realice éste.

Teniendo en cuenta esta figura, también
es posible comparar la eficiencia del método
basado en bootstrapping con el exhaustivo.

Sabiendo que un método es más eficiente
que otro si su tendencia está por encima,
podemos observar que tanto para la base de
datos Leucemia como para Linfoma el método
basado en bootstrapping es superior al exhaus-
tivo, mientras que para las otras dos restantes
depende del número máximo de atributos es-
cogido (Na). En caso de basarnos en la base
de datos DataSet-C para comparar estos méto-
dos, podemos decir que el método propuesto
será más eficiente que K = 2 tan sólo en el caso
de elegir un número de experimentos 3 × M
y establecer como Na un número menor que
1, 3% del número total de atributos de dicha
base de datos. Si por el contrario nos basamos
en Colon para realizar dicha comparativa, se
observa que nuestro método será superior al
exhaustivo en caso de escoger para Na un
valor superior al 2, 8% del número de atributos
de ésta, independientemente del número de pa-
sos a realizar. En caso de escoger Ne = 3×M
en esta última comparativa, el valor de Na po-
dría tomar valores superiores a 0, 9%.

Para demostrar que a partir de la posición
de las tendencias se pueden comparar las efi-
ciencias de los distintos métodos se presenta
la figura 5. En ella se muestran las curvas
delimitadoras del AUC, resultado de aplicar el
algoritmo de evaluación mostrado en la figura3
sobre los rankings generados por los distintos
métodos (aleatorio con 1×M , 2×M y 3×M ; y
exhaustivo con K = 1 y K = 2) sobre la base
de datos DataSet-C. Es decir, en el eje de or-
denadas se encuentra el número de atributos
escogidos (según el orden indicado en el rank-
ing a evaluar) y en el de abscisas el porcentaje
de acierto de la clasificación.

En la figura 5 se muestran dos gráficas cuya
configuración de dichos métodos tan sólo di-
fieren en el Na escogido, el resto de ésta es
la misma que la utilizada en los experimen-
tos anteriores. Los valores elegidos para Na
han sido tales que la curva representante del
método 3 ×M fuera en un caso superior a la
representante de K = 2 y en otro inferior,
en concreto, 0, 4 y 4, 3 respectivamente. De
esta forma se puede apreciar que las clasifica-
ciones del método propuesto al evaluar los 100
primeros atributos en comparación a las clasi-
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Figura 5: DataSet-C. Curvas Delimitadoras.

ficaciones obtenidas por el método K = 2 son
acordes con la posición de las tendencias ya
que son superiores en el caso en que Na = 0, 4
e inferiores en el otro.

Además de lo mencionando, se sigue apre-
ciando que cuanto mayor sea el número de
experimentos que realice el método propuesto
mejor será el resultado obtenido.

En resumen, observando las comparaciones
realizadas entre el método basado en boot-
strapping con el exhaustivo, podemos afirmar
que el método propuesto genera rankings de
atributos cuyas evaluación equipara e incluso
mejora a los generados por el método exhaus-
tivo y, además, son generados en un número
muy inferior de pasos.

4 Conclusiones

En este documento presentamos un nuevo al-
goritmo de selección de atributos cuyo obje-
tivo es reducir el coste computacional de un
método de selección exhaustivo sin perder su
eficacia. La búsqueda llevada a cabo por el
nuevo método se basa en las técnicas de boot-
strapping, las cuales realizan una selección
aleatoria con reemplazo.

Tras los experimentos empíricos, concluimos
que nuestra propuesta produce resultados sim-
ilares al método exhaustivo en un número muy
reducido de pasos. Esta reducción oscila en-
torno a la ratio 1:100.000, es decir, por cada

100.000 iteraciones nuestro método utiliza sólo
una.
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