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Resumen 
 
La evaluación de tierras es una herramienta para 
la planificación estratégica que ayuda a 
determinar el comportamiento de la tierra bajo 
usos determinados, en términos de beneficios, 
costos, y efectos ambientales. De ahí que sin 
clientes que utilicen los resultados de estos 
estudios, no tenga sentido hacerlos. El objetivo de 
este trabajo es tomar como caso de estudio los 
datos procedentes de las variables empleadas en la 
emisión de las categorías de aptitud física de las 
tierras del cultivo de la caña de azúcar en Cuba 
para aplicar técnicas de minería de datos que, a 
través de clasificadores, permitan predecir qué 
factores del suelo, del clima y agrícolas, presentes 
en las parcelas estudiadas, podrían ser más 
determinantes en este proceso. En la realización 
de este estudio se ha empleado la herramienta 
WEKA que se encuentra disponible de forma 
gratuita en Internet, creada por especialistas de la 
Universidad de Waikato y también Mineset de 
Silicon Graphics Inc.; el primer sistema fue 
utilizado para probar varios clasificadores con 
distintos inductores y con el segundo, se evaluó un 
clasificador de árbol de decisión y se realizó la 
evaluación de dicho clasificador con el apoyo de 
su potencial visual. 

1. Introducción 

El proceso de evaluación de tierras permite 
realizar estudios con el fin de valorar si el uso 
dado a una unidad agrícola es el más adecuado, 
apoyándose para tales decisiones en factores 
agroclimáticos que inciden en su comportamiento. 
[2] presentó los requisitos de datos de suelos para 
lograr evaluaciones cuantificadas de tierras que 
contribuyesen a un   acercamiento más preciso de 
la aptitud de la tierra para determinado uso. 

En Cuba el Instituto Nacional de 
Investigaciones de la Caña de Azúcar (INICA), 
por primera vez realizó un trabajo de evaluación 
de tierras que abarcó todas las áreas cañeras del 
país, que se  elaboró de manera participativa en el 
que intervinieron productores e investigadores, 
como premisa para establecer estrategias para la 
planificación del desarrollo del área agrícola del 
Ministerio del Azúcar [15].  

Por su parte, la aplicación de técnicas de 
minería de datos podría contribuir a mejorar los 
resultados del proceso de evaluación de tierras.  

Aunque hasta hace unos años las técnicas 
utilizadas por la minería de datos no se habían 
convertido en un tema de primer orden, estas han 
sido utilizadas desde los años 80. Esta tecnología 
emergente combina los análisis estadísticos, la 
máquina de aprendizaje y la gestión de las bases 
de datos para extraer información de voluminosas 
tablas de datos [14]. 

Según [8] haciendo referencia al uso de esta 
tecnología en el área de los negocios, la minería 
de datos es un nuevo proceso de análisis de apoyo 
a las decisiones para encontrar conocimiento 
oculto en datos corporativos y entrega la 
comprensión del análisis a profesionales de los 
negocios. 

Por su parte, [5] la describen como un proceso 
no trivial de identificación válida, novedosa, 
potencialmente útil y entendible de patrones 
comprensibles que se encuentran ocultos en los 
datos. 

La agricultura es una fuente de información 
constante ya que a través de distintos factores: 
suelo, fertilizantes, temperatura, precipitaciones, 
entre otros, vinculados todos a las cosechas de 
cultivos.  

Estas variables a su vez, son mediciones 
imprescindibles para la realización de 
investigaciones relacionadas directamente con la 
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toma de decisiones para la mejora de tecnologías 
agrícolas. Por este motivo, muchos han sido los 
esfuerzos para la aplicación de técnicas de minería 
de datos en esta actividad con el fin de descubrir 
relaciones ocultas entre las distintas variables y 
características relacionadas con la agricultura, que 
al ser identificadas y estudiadas podrían aportar  
iniciativas para el beneficio de esta rama de la 
economía [1], [4], [10]. 

La clasificación de las técnicas de la minería 
de datos se divide en 2 categorías: supervisadas y 
no supervisadas [7], [16]. Las primeras predicen 
los valores de un atributo etiqueta u objetivo con 
la ayuda de los valores de otros atributos, por lo 
que van a estar dirigidas a la clasificación y a los 
sistemas de predicción. En el caso de las técnicas 
no supervisadas a partir de un conjunto de datos 
disponible se persigue encontrar relaciones entre 
los atributos, patrones habituales de 
comportamiento, desconocidos antes del análisis, 
de ahí a que este tipo de técnicas también se les 
llame de descubrimiento del conocimiento. 

En este estudio, el trabajo está encaminado a 
comparar algoritmos supervisados a través de 
clasificadores. En este caso, se probaron distintos 
inductores (árboles, reglas y funciones) y en cada 
caso se analizaron los clasificadores que se 
obtenían como resultado de la aplicación de 
distintos algoritmos.  

El objetivo de este trabajo es presentar un 
estudio a través de técnicas de minería de datos 
que permitan determinar, a través de un 
clasificador, el grado de aptitud de parcelas de 
tierras para el cultivo de caña de azúcar. La 
importancia que tiene conocer la aptitud física de 
las tierras es que posibilita realizar un uso correcto 
de las mismas. De manera que si no es 
recomendable su uso para este cultivo pudiera 
emplearse para otras actividades, evitándose así la 
degradación del suelo en las áreas no aptas y a la 
vez concentrar los recursos en aquellas parcelas 
con las condiciones más adecuadas para alcanzar 
los mayores rendimientos en caña de azúcar. 

2. Materiales y métodos 

En este trabajo se utilizó la herramienta WEKA 
(Waikato Environment for Knowledge Analysis) 
3.4 de la Universidad de Waikato, software que se 
encuentra de manera gratuita en el sitio oficial de 
esta institución en Internet y contiene múltiples 

algoritmos para la aplicación de técnicas 
supervisadas y no supervisadas. También se 
empleó Mineset de Silicon Graphics, Inc., debido 
a la capacidad de visualización más detallada e 
ilustrativa de este sistema en comparación a 
WEKA, aunque el número de inductores para 
obtener los clasificadores es más reducido. 

Durante el desarrollo de este estudio se 
siguieron los pasos del proceso de minería de 
datos definidos por [3]. 

La base de datos utilizada posee 3879 
registros que corresponden a parcelas cultivadas 
con caña de azúcar. Las variables que los 
componen son 12 factores asociados al suelo, al 
clima y características agrícolas (pendiente del 
terreno, pedregosidad, rocosidad, salinidad, acidez 
del suelo, capacidad de intercambio catiónico, 
drenaje, compactación, precipitaciones, 
profundidad efectiva, agrupamiento 
agroproductivo del suelo y categoría de aptitud de 
la tierra). 

Inicialmente, la base de datos contenía el 
atributo rendimiento agrícola (rendim) pero no 
fue considerado en el modelo con vista a conocer 
la predicción a partir de otros atributos de la tierra, 
ya que el conocer esta variable implica saber si es 
adecuada la tierra para este cultivo. Esto 
conllevaría a obtener un modelo casi perfecto, por 
lo cual fue eliminado este atributo.. 

El valor del atributo conocido a predecir en 
este trabajo está representado en la etiqueta eval, 
perteneciente a la aptitud física de las tierras para 
el cultivo de la caña de azúcar. 
En la figura 1 se muestra a través del Explorer de 
WEKA la composición de la base de datos y el 
número de registros por categoría de aptitud de la 
tierra. Esta variable posee los valores A1 para las 
áreas sumamente aptas, A2 para las 
moderadamente aptas, A3 para las marginalmente 
aptas  y N como áreas no aptas para el cultivo de 
la caña de azúcar. Por su parte, en la figura 2 se 
ilustra el número de registros para las distintas 
variables en función de las categorías de la aptitud 
de las tierras. 

Los datos del estudio proceden del Instituto 
Nacional de Investigaciones de la Caña de Azúcar 
(INICA), institución adjunta al Ministerio del 
Azúcar de Cuba, responsable de las 
investigaciones que desde 1999 se desarrollan 
para la diversificación de la agricultura cañera, 
tomando como base la evaluación de la aptitud 
física de las tierras cultivadas con este fin.  
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Figura 1. Composición de la base de datos de estudio a través de WEKA y visualización del número de registros en 
función de la categoría de aptitud de las tierras. 

Figura 2. Visualización del número de registros de cada variable en función de la caracterización de la aptitud de las 
tierras 
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En el caso de Mineset fue necesario construir 

el archivo con extensión .schema, según las 
indicaciones que ofrece la Guía del usuario de este 
software [13]. De modo que se construyeron 2 
archivos: eval_ms.schema donde se declaró la 
naturaleza de las variables, el separador empleado 
entre los datos de las distintas columnas y el 
nombre del archivo con los datos (Figura 3),  el 

segundo archivo eval_ms.data contiene cada 
uno de los artículos ordenados con el separador 
señalado en el archivo .schema y según el orden 
de aparición expuesto de las columnas, lo cual no 
fue difícil de elaborar ya que se tomó como base 
el archivo .arff de WEKA. De modo que al ser 
introducidos los datos en Mineset, se obtuvo la 
vista que aparece en la figura 4. 

 

 
Figura 3. Contenido del archivo eval_ms.schema para procesar datos en Mineset 

 

 
Figura 4. Visualización de los datos en Mineset. 
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Las fases posteriores del proceso de minería 
de datos forman parte del próximo epígrafe. 

3. Resultados y discusión 

A través de los algoritmos de clasificación de 
WEKA se probaron varios algoritmos de distintos 
inductores para seleccionar aquel que con un 
menor error construyese un clasificador para la 
predicción de la categoría de  la aptitud física de 
las tierras y determinar qué parcelas son aptas 
(A1, A2 y A3) y cuáles no (N). 

En este estudio el trabajo estuvo encaminado a 
comparar algoritmos supervisados a través de 
clasificadores, de los que existen diferentes 
métodos, en este caso, se comenzó el análisis con 
el uso del inductor de árboles de decisión que 
ofrece Mineset (Figura 5). Los árboles de decisión 
son una forma de representación sencilla, muy 
usada entre los sistemas de aprendizaje 
supervisado, para clasificar ejemplos en un 

número finito de clases. Se basan en la partición 
del conjunto de ejemplos según ciertas 
condiciones que se aplican a los valores de los 
atributos. Su potencia descriptiva viene limitada 
por las condiciones o reglas con las que se divide 
el conjunto de entrenamiento; por ejemplo, las 
reglas pueden ser simplemente relaciones de 
igualdad entre un atributo y un valor, o relaciones 
de comparación, etc. [6]. Sin embargo, en el 
estudio de estos datos no se obtuvieron resultados 
precisos, ya que el error del clasificador fue de 
12.84% y tampoco mejoró este valor los 
inductores de evidencia y de tablas de decisión, 
que completan los inductores que ofrece Mineset. 
Por lo que fue necesario realizar el análisis con 
otros inductores. WEKA ofrece más de 20 
algoritmos que podrían mejorar estos resultados y 
hallar un clasificador que indujera mejor a la 
etiqueta de la aptitud física de las tierras. 

 

 

 
Figura 5. Visualización en Mineset de un modelo de inducción de árboles de decisión 
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En WEKA, primeramente, y siguiendo la idea de 
que los árboles de decisión constituyen un modelo 
simple, se realizaron análisis con distintos 
algoritmos que allí existen para árboles de 
decisión, que al igual que en Mineset, no 
obtuvieron valores de tasa de errores inferiores al 
10%. Posteriormente, se probaron otros 
inductores, siendo los de mejores resultados los 
inductores de reglas. El algoritmo Nnge (Figura 
6), del mismo inductor mejoró los resultados 
anteriores al obtener un clasificador con un error 
de 5.76%, donde el 88.4761% de las instancias 
eran clasificadas de forma correcta. El algoritmo 
Nnge es conocido como el algoritmo del vecino 
más cercano a través del uso de ejemplares 
generalizados no anidados (que son 
hiperrectángulos que pueden ser vistos como 
reglas del tipo if then) [9], [12]. Se utilizó, para 

todos los casos, el 66% de los datos como 
conjunto de entrenamiento o training set y el resto 
como conjunto de prueba.  

Se generaron 584 reglas en las que 
intervinieron todos los atributos y fueron 
reducidas a 183. 

La matriz de confusión ha sido utilizada para 
la evaluación del clasificador mostrando el tipo de 
predicciones correctas e incorrectas, en la 
diagonal aparecen los aciertos y fuera de ella las 
desacertadas. En la figura 7 se refleja el 
comportamiento del clasificador obtenido, donde 
se observan, simbolizadas con rectángulos, 
aquellas parcelas no clasificadas de manera 
correcta con respecto a la variable profundidad 
efectiva. 
 

 

 
Figura 6. Clasificador obtenido por el algoritmo Nnge. 
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Figura 7. Visualización de los errores del clasificador por el algoritmo Nnge. 

3.1. Evaluación del clasificador por árbol de 
decisión en Mineset 

El gráfico de la curva de aprendizaje describe la 
relación de la precisión versus el tamaño del 
conjunto de entrenamiento, frecuentemente se usa 
para determinar el más pequeño conjunto de 
entrenamiento para adicionar instancias extras, sin 
que aumente el error y mejorar la precisión [11], 
[17]. 

Aprovechando las facilidades que brinda 
Mineset se realiza la evaluación del clasificador de 
inducción del árbol de decisión. En la figura 8 se 
muestra la curva de aprendizaje obtenida con los 
datos del caso de estudio en Mineset, donde se 
observa que se utiliza casi la totalidad de los 
registros para obtener el menor error de 
aprendizaje posible, y que en este caso, no 
coincide con un valor de error bajo, sino que 
representa aproximadamente un 11%. Antes de 
construir las curvas de eficacia y las curvas de 
retorno de la inversión en Mineset se creó una 
nueva columna nombrada cultivar. Se 
agruparon en una clase todas las parcelas con 
categorías A1, A2 y A3, es decir, las parcelas 
aptas para el cultivo de la caña de azúcar, en 
mayor o en menor grado, el análisis se realizaría 
sólo con 2 categorías, parcelas aptas (A1+A2+A3) 
y las parcelas no aptas (N). Las parcelas aptas se 

corresponden con categoría “Sí” de la nueva 
columna, es decir, sí están aptas para cultivar y 
para el caso de las no aptas se ha transformado su 
categoría a “No” (no están aptas para cultivar). Se 
obtuvieron posteriormente los gráficos que 
aparecen en las figuras 9 y 10 para la clase “No” 
correspondientes a la curva de eficacia y la de 
retorno de la inversión para esa clase, 
respectivamente. 

El análisis de la curva de eficacia obtenida nos 
indica que cuando se ordenan los registros en 
función del clasificador, interviniendo 
aproximadamente sobre el 14% del total de las 
parcelas (registros), se actúa sobre el 86% de las 
parcelas que con más probabilidad no tengan las 
condiciones necesarias para cultivar caña de 
azúcar en ellas. Esto permite que los estudios de 
diversificación posteriores dirigidos al uso de 
estas parcelas para otros fines para los que sí 
poseen aptitud suficiente se desarrollen para 
aquellas menos idóneas para este cultivo. 

La curva representada en la figura 10 muestra 
que realizando una inversión sobre el 14% 
aproximadamente de las parcelas para la 
diversificación de las áreas donde actualmente se 
cultiva la caña de azúcar (entiéndase por 
diversificación a darle usos diferentes, que pueden 
ser para el cultivo de otras plantas, para la 
ganadería u otro uso de distinta índole), se obtiene 
el máximo retorno sobre la inversión. 
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Figura 8. Curva de aprendizaje del clasificador en Mineset. 

 
Figura 9. Curva de eficacia para la clase “No” (no son aptas para el cultivo de la caña de azúcar). 

 
Figura 10. Curva de retorno para la clase “No” (no son aptas para el cultivo de la caña de azúcar). 
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Durante el estudio quedó demostrado que la 
preparación y transformación de los datos ocupa 
el 60% del tiempo en que se realiza una aplicación 
de minería de datos y que la naturaleza de los 
datos influye en gran medida en la precisión de un 
clasificador en dependencia del algoritmo 
utilizado. 

4. Conclusión 

A través del uso de la minería de datos se 
encontró un clasificador de inducción de reglas 
que predijera los valores de la aptitud de las tierras 
para parcelas cultivadas con caña de azúcar. De 
esta forma se contribuye al proceso de toma de 
decisiones en la agricultura cañera.  

El uso de las herramientas informáticas WEKA 
y Mineset permitieron realizar un análisis amplio 
de los datos y de los resultados de su 
procesamiento. A pesar de que WEKA ofrece 
muchos algoritmos para la construcción de 
clasificadores carece de medios para su 
evaluación. 
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